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1 Rappels : quelques théorèmes de théorie de la

mesure utiles pour le cours de processus stochas-

tiques

La théorie de la mesure permet de construire des objets appelés intégrales abs-
traites. Ce sont des généralisations de l'intégrale de Riemann classique véri�ant cer-
taines de ses propriétés : linéarité, positivité,. . .

L'intégrale d'une fonction mesurable dé�nie sur un ensemble mesuré (Ω,F , µ)
et à valeurs dans (R,B(R)) (B(R) étant la tribu des boréliens) est construite en
trois temps que nous rappelons très brièvement pour mettre en évidence la logique
derrière la notion d'intégrale abstraite. Le lecteur intéressé par des résultats précis
sur cette construction est invité à consulter les premiers ouvrages de la bibliographie.

• Dans un premier temps, il est naturel de dé�nir l'intégrale de la fonction indi-
catrice d'un ensemble mesurable A comme la mesure de cet ensemble A :∫

Ω

1A dµ := µ(A).

Comme on souhaite que notre intégrale soit linéaire, on peut alors étendre la
dé�nition aux fonctions étagées, i.e. ne prenant qu'un nombre �ni de valeurs
α1 < · · · < αn. Si on note Ai le sous ensemble de Ω où une fonction étagée f
vaut αi (soit f =

∑n
i=1 αi1Ai), on dé�nit l'intégrale de f par rapport à µ par∫

Ω

f dµ :=
n∑
i=1

αi

∫
Ω

1Ai dµ =
n∑
i=1

αiµ(Ai).

• Ensuite, on construit l'intégrale de fonctions mesurables positives par approxi-
mation par des fonctions étagées. Notons E+ l'ensemble des fonctions étagées
positives. Pour une fonction mesurable positive, l'intégrale de f : Ω→ R+ par
rapport à µ est alors ∫

Ω

f dµ := sup
h≤f,h∈E+

∫
h dµ ∈ [0;∞]

• Finalement, on construit, quand c'est possible, l'intégrale de fonctions mesu-
rables quelconques en considérant ses parties positive, f+, et négative, f−, qui
sont bien des fonctions mesurables positives. Ainsi si f = f+−f− est telle que∫
f+ dµ et

∫
Ω
f− dµ sont �nies toutes les deux, on dit que f est intégrable et

on pose : ∫
Ω

f dµ :=

∫
f+ dµ−

∫
f− dµ.

Nous ne reviendrons pas ici en détails sur les notions de mesures, de tribus ou
encore de fonctions mesurables et nous renvoyons le lecteur intéressé vers un cours de
théorie de la mesure et de l'intégration. Rappelons simplement que, �en pratique�,
toutes les fonctions rencontrées sont mesurables. En e�et,
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• toute fonction f : (Rd,B(Rd)) → (Rp,B(Rp)) continue par morceaux est me-
surable (d, p entiers quelconques)

• par dé�nition, toute v.a. X : (Ω,F) → (R,B(R)) (ou tout vecteur aléatoire
X : (Ω,F)→ (Rd,B(Rd))) est mesurable.

Remarquons également que, par construction, l'intégrale de toute fonction positive
(mesurable) est bien dé�nie mais qu'elle peut prendre la valeur +∞.

Le signi�cation donnée à une intégrale abstraite dépend de la mesure µ considérée.
Ainsi, si on choisit :

• (Ω,F) = (Rd,B(Rd)), et µ la mesure de Lebesgue sur Rd, on obtient l'intégrale
classique : ∫

Ω

f(ω)µ(dω) =

∫
Rd
f(x) dx .

• (Ω,F) = (N,P(N)) et µ la mesure de comptage sur N, on obtient la série :∫
Ω

f(ω)µ(dω) =
∑
n∈N

f(n) .

• µ une mesure de probabilité PX sur (Ω,F), représentant la loi d'une v.a. réelle
X (discrète, continue ou autre) on obtient une espérance :∫

Ω

f(ω)µ(dω) =

∫
Ω

f(ω)PX(dω) = E [f(X) ] .

L'intérêt de la notion d'intégrale abstraite est de regrouper sous un même énoncé
des résultats concernant des objets de nature a priori di�érente : intégrale, série,
espérance. Nous utiliserons dans ce cours quelques résultats de la théorie de la mesure
et de l'intégration dont nous rappelons les énoncés ci-dessous, d'abord sous une
version générale théorie de la mesure, puis dans les cas particuliers de certaines
mesures.

1.1 Théorème de convergence dominée

Ce théorème est le résultat le plus souvent utilisé pour passer à la limite dans
une intégrale/espérance/série. Nous présentons d'abord le cas général puis le cas de
mesures particulières en corollaires : ce sont les résultats utilisés en pratique dans le
cours.

Théorème 1.1.1 (Version générale). Soit (fn)n∈N une suite de fonctions mesurables
d'un espace mesuré (Ω,F , µ) dans (Rd,B(Rd)). Si

• il existe une fonction f mesurable telle que pour µ-presque tout ω ∈ Ω,

lim
n→∞

fn(ω) = f(ω)
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• il existe une fonction g positive intégrable (i.e. telle que
∫

Ω
g(ω)µ(dω) < ∞)

telle que pour µ-presque tout ω ∈ Ω,

∀n ∈ N, |fn(ω)| ≤ g(ω)

alors f est intégrable et

lim
n→∞

∫
Ω

fn(ω)µ(dω) =

∫
Ω

f(ω)µ(dω) et lim
n→∞

∫
Ω

|fn(ω)− f(ω)|µ(dω) = 0 .

Corollaire 1.1.2 (Version intégrale de Riemann classique). Soit (fn)n∈N une suite
de fonctions borélienne (i.e. mesurables de (Rp,B(Rp)) dans (Rd,B(Rd))). Si

• il existe une fonction f mesurable telle que pour presque tout x ∈ Rp,

lim
n→∞

fn(x) = f(x)

• il existe une fonction g positive intégrable (i.e. telle que
∫
Rd g(x) dx <∞) telle

que pour presque tout x ∈ Rp,

∀n ∈ N, |fn(x)| ≤ g(x)

alors f est intégrable sur Rp et

lim
n→∞

∫
Rp
fn(x) dx =

∫
Rp
f(x) dx et lim

n→∞

∫
Rp
|fn(x)− f(x)| dx = 0 .

Corollaire 1.1.3 (Version série). Soit (un,k)n,k∈N2 une suite, Ã double indice, de
réels. Si

• il existe une suite (uk)k∈N telle que pour tout k ∈ N, limn→∞ un,k = uk

• il existe une suite (vk)k∈N positive sommable (i.e. telle que
∑

k∈N vk <∞) telle
que pour tout n, k ∈ N, |un,k| ≤ vk

alors (uk)k∈N est sommable et

lim
n→∞

∑
k∈N

un,k =
∑
k∈N

uk et lim
n→∞

∑
k∈N

|un,k − uk| = 0 .

Corollaire 1.1.4 (Version probabiliste). Soit (Xn)n∈N une suite de v.a. réelles dé-
�nies sur un espace probabilisé (Ω,F ,P). Si

• il existe une v.a. réelle X telle que (Xn)n∈N converge vers X P-p.s.

• il existe une v.a. Y positive intégrable (i.e. telle que E [Y ] < ∞) telle que
P-p.s., pour tout n ∈ N, |Xn| ≤ Y

alors X est intégrable et

lim
n→∞

E [Xn ] = E [X ] et lim
n→∞

E [ |Xn −X| ] = 0 .
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1.2 Théorème de convergence monotone

Moins souvent utilisé que le précédent, ce théorème a l'avantage de ne pas nécés-
siter la condition de domination. Elle est néanmoins remplacée (rien n'est gratuit !)
par une condition de monotonie et de positivité. Remarquons que l'on n'obtient pas
l'intégrabilité de la fonction limite et que les intégrales considérées peuvent donc
être in�nies (mais elles restent bien dé�nies car on ne considère que des fonctions
positives).

Théorème 1.2.1 (Version générale). Soit (fn)n∈N une suite de fonctions mesurables
positives d'un espace mesuré (Ω,F , µ) dans ([0,∞],B([0,∞])). On suppose de plus
la suite (fn)n∈N croissante : pour µ-presque tout ω ∈ Ω,

∀n ∈ N, fn(ω) ≤ fn+1(ω).

Alors la suite (fn)n∈N converge µ-presque partout vers une fonction mesurable f à
valeurs dans [0,∞] et

lim
n→∞

∫
Ω

fn(ω)µ(dω) =

∫
Ω

f(ω)µ(dω) .

Théorème 1.2.2 (Version intégrale de Riemann classique). Soit (fn)n∈N une suite
de fonctions boréliennes positives (i.e. mesurables de (Rd,B(Rd)) dans ([0,∞],B([0,∞]))).
On suppose de plus la suite (fn)n∈N croissante : pour presque tout x ∈ Rd,

∀n ∈ N, fn(x) ≤ fn+1(x).

Alors la suite (fn)n∈N converge presque partout vers une fonction mesurable f à
valeurs dans [0,∞] et

lim
n→∞

∫
Rd
fn(x) dx =

∫
Rd
f(x) dx

Théorème 1.2.3 (Version série). Soit (un,k)n,k∈N2 une suite de réels positifs. On
suppose que, pour tout k ∈ N, la suite (un,k)n∈N est croissante :

∀n ∈ N, un,k ≤ un+1,k.

Alors il existe une suite (uk)k∈N à valeurs dans [0,∞] telle que pour tout k ∈ N,
limn→∞ un,k = uk et

lim
n→∞

∑
k∈N

un,k =
∑
k∈N

uk .

Théorème 1.2.4 (Version probabiliste). Soit (Xn)n∈N une suite de v.a. positives
dé�nie sur un espace probabilisé (Ω,F ,P). On suppose que la suite (Xn)n∈N est
croissante :

∀n ∈ N, P(Xn ≤ Xn+1 ) = 1.

Alors il existe une v.a. X à valeurs dans [0,∞] telle que (Xn)n∈N converge vers
X P-p.s. et

lim
n→∞

E [Xn ] = E [X ] ∈ [0;∞].
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1.3 Lemme de Fatou

Ce résultat permet encore d'étudier le comportement asympotique d'une suite
de fonctions/variables aléatoires positives. il sera peu utilisé dans ce cours et peut
être omis lors d'une première lecture.

Théorème 1.3.1 (Lemme de Fatou). Soit (fn)n∈N une suite de fonctions mesurables
de (Ω,F , µ) à valeurs dans [0,∞]. On a∫

Ω

lim inf
n→∞

fn dµ ≤ lim inf
n→∞

∫
Ω

fn dµ.

Théorème 1.3.2 (Lemme de Fatou, version probabiliste). Soit (Xn)n∈N une suite
de v.a. à valeurs dans [0,∞]. On a

E
[

lim inf
n→∞

Xn

]
≤ lim inf

n→∞
E [Xn ] .

1.4 Théorèmes de Fubini

Ces théorèmes permettent d'échanger le sens d'intégration de deux intégrales
abstraites. On suppose que les mesures sont choisies parmi les mesures de probabilité,
de comptage sur un ensemble dénombrable ou de Lebesgue sur Rd (ou un sous-
ensemble de Rd) pour un certain d ∈ N∗.

Théorème 1.4.1 (Fubini-Tonelli). Soit (Ω1,F1, µ1) et (Ω2,F2, µ2) deux espaces me-
surés (tels que µ1 et µ2 soient des mesures de probabilité, de comptage sur un en-
semble dénombrable ou de Lebesgue). Soit f : (Ω1×Ω2,F1×F2)→ ([0,∞],B([0,∞]))
une fonction mesurable positive. Alors :

1. les fonctions

ω1 →
∫

Ω2

f(ω1, ω2)µ2(dω2) et ω2 →
∫

Ω1

f(ω1, ω2)µ1(dω1)

sont respectivement F1 et F2 mesurables

2. on a l'égalité :∫
Ω1×Ω2

f(ω1, ω2)µ1 ⊗ µ2(dω1, dω2)) =

∫
Ω2

(∫
Ω1

f(ω1, ω2)µ1(dω1)

)
µ2(dω2)

=

∫
Ω1

(∫
Ω2

f(ω1, ω2)µ2(dω2)

)
µ1(dω1)

Théorème 1.4.2 (Fubini-Lebesgue). Soit (Ω1,F1, µ1) et (Ω2,F2, µ2) deux espaces
mesurés. Soit f une fonction intégrable de (Ω1×Ω2,F1×F2, µ1⊗µ2 à valeurs dans
R. Alors :
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1. les fonctions (dé�nies presque partout)

ω1 →
∫

Ω2

f(ω1, ω2)µ2(dω2) et ω2 →
∫

Ω1

f(ω1, ω2)µ1(dω1)

sont intégrables respectivement sur (Ω1,F1, µ1) et sur (Ω2,F2, µ2)

2. On a l'égalité :∫
Ω1×Ω2

f(ω1, ω2)µ1 ⊗ µ2(dω1, dω2) =

∫
Ω2

(∫
Ω1

f(ω1, ω2)µ1(dω1)

)
µ2(dω2)

=

∫
Ω1

(∫
Ω2

f(ω1, ω2)µ2(dω2)

)
µ1(dω1)

Ainsi, en pratique, selon les mesures choisies, le premier théorème nous permet
d'a�rmer par exemple pour toute suite/fonction mesurable f positive :

•
∑

n∈N
∑

k∈N fn,k =
∑

k∈N
∑

n∈N fn,k

•
∑

n∈N
∫
Rd fn(x) dx =

∫
Rd
(∑

n∈N fn(x)
)

dx

•
∫
Rd
(∫

Rd′ f(x, y) dy
)

dx =
∫
Rd′
(∫

Rd f(x, y) dx
)

dy

•
∑

n∈N E [fn(X) ] = E
[∑

n∈N fn(X)
]

•
∫
Rd E [f(x,X) ] dx = E

[∫
Rd f(x,X) dx

]
Pour les fonctions quelconques, on commence par appliquer le théorème de Fubini-

Tonelli à |f |, une fois qu'on a montré que la fonction était bien intégrable par rapport
à µ1⊗µ2 (i.e. que l'intégrale de |f | par rapport aux deux mesures est �nie), on peut
appliquer le théorème de Fubini-Lebesgue à f et faire exactement le même calcul
mais sans la valeur absolue.

1.5 Théorème de dérivation sous le signe intégral

Le théorème suivant est dérivé du théorème de convergence dominée (d'où l'hy-
pothèse de domination) et permet d'étudier la régularité d'une intégrale abstraite à
paramètre.

Théorème 1.5.1. Soit O un ouvert de R et (Ω,F , µ) un espace mesuré. On consi-
dère f : O × Ω→ R une fonction satisfaisant les conditions suivantes :

1. Pour tout x ∈ O, la fonction ω → f(x, ω) est µ-integrable.

2. Pour µ-presque tout ω ∈ Ω , la fonction x→ f(x, ω) est dérivable sur O.
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3. Il existe une fonction intégrable g : Ω→ R+ telle que :

Pour µ-p.t. ω, ∀x ∈ O,
∣∣∣∣∂f∂x (x, ω)

∣∣∣∣ ≤ g(ω)

Alors la fonction x→
∫

Ω
f(x, ω)µ(dω) est dérivable sur O et

∀x ∈ O, d

dx

∫
Ω

f(x, ω)µ(dω) =

∫
Ω

∂f

∂x
(x, ω)µ(dω).
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2 Espaces Lp et fonctions caractéristiques
Dans tout le chapitre, nous allons introduire des outils techniques que nous uti-

liserons tout au long du cours. Le triplet (Ω,F ,P) désignera l'espace de probabilité
sous-jacent et on identi�era les variables aléatoires et les classes de variables aléa-
toires P-p.s. égales.

2.1 Espaces Lp

Dé�nitions

• Pour p ∈ [1,∞[, on note Lp := Lp (Ω,F ,P) l'espace vectoriel des (classes de)
variables aléatoires admettant un moment d'ordre p i.e.

Lp = {v.a. X / E [ |X|p ] <∞} .

On note alors pour toute v.a. X ∈ Lp,

‖X‖p = (E [ |X|p ] )1/p .

Si les v.a. ne sont pas dans Lp, on utilise encore parfois la notation ‖X‖p avec
la convention ‖X‖p =∞.

Exemples :

• Les v.a de lois gaussiennes, les v.a. de lois de Poisson sont dans Lp pour tout
p �ni mais une v.a. de loi de Cauchy C(0, 1) (i.e. de densité x→ 1

π(1+x2)
) n'est

dans aucun Lp, quel que soit p ≥ 1.

• Une v.a. continue Xα de densité fα(x) = α−1
xα 1x≥1 pour α ≥ 2 est dans Lα−1

mais pas dans Lα−1+ε quel que soit ε > 0.

• Pour p = ∞, on note L∞ l'espace vectoriel des variables aléatoires P-p.s.
bornées i.e.

L∞ = {v.a. X / ∃M > 0,P( |X| ≤M ) = 1}
Attention, dans la dé�nition précédente, le réel M est non aléatoire.

On note alors, pour toute v.a. X ∈ L∞,

‖X‖∞ = inf {M, |X| ≤M P-p.s.} .

Exemples :

• Une v.a. X de loi de Bernoulli B(p), p ∈ [0, 1], est dans L∞ et ‖X‖∞ = 1 pour
p > 0.

• Une v.a. X de loi binomiale B(n, p), p ∈ [0, 1], n ∈ N∗, est dans L∞ et ‖X‖∞ =
n pour p > 0.

• Une v.a. X de loi uniforme U([a, b]), −∞ < a < b < ∞, est dans L∞ et
‖X‖∞ = max(|a|, b).

• Les v.a. gaussiennes ne sont pas dans L∞.
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Inégalités et moments

La première inégalité importante est l'inégalité de Markov qui contrôle la queue
de la distribution en fonction du moment d'ordre p.

Théorème 2.1.1 (Inégalité de Markov généralisée). Soit p ∈ [1,∞[. Pour tout
X ∈ Lp,

∀a > 0, P( |X| ≥ a) ≤ E [ |X|p ]

ap
.

Démonstration. Soit a > 0.

P( |X| ≥ a ) = E
[
1|X|p≥ap

]
≤ E

[
|X|p

ap
1|X|p≥ap

]
≤ E[ |X|p ]

ap
.

�

On en déduit l'inégalité de Tchebitchev :

Corollaire 2.1.2 (Inégalité de Tchebitchev). Pour tout v.a. X admettant une va-
riance (i.e. X ∈ L2), on a l'inégalité suivante

∀a > 0, P( |X − E [X ] | ≥ a) ≤ V [X ]

a2
.

Démonstration. On applique l'inégalité de Markov à la v.a. X −E[X ] en prenant p = 2. �

On poursuit avec l'inégalité de Jensen qui étend l'inégalité caractérisant les fonc-
tions convexes réelles à des lois de probabilités quelconques.

Théorème 2.1.3 (Inégalité de Jensen). Soit une variable aléatoire X ∈ L1 (ou
positive) à valeurs dans un intervalle I et φ une fonction convexe I → R telle que
φ(X) ∈ L1 alors :

φ (E [X ] ) ≤ E [φ(X) ] .

Démonstration. Admis, voir par exemple la démonstration du théorème 10.12 du livre
Probabilités 2, de Ouvrard �

Théorème 2.1.4 (Inégalité de Hölder). Soit p, q ∈ [1,∞] tels que 1
p

+ 1
q

= 1. Pour
tout X ∈ Lp et Y ∈ Lq, on a que le produit XY ∈ L1 et

E [ |XY | ] = ‖XY ‖1 ≤ ‖X‖p ‖Y ‖q .
Démonstration. Le cas p = ∞ et q = 1 est évident. Pour p ∈]1,∞[, l'inégalité peut être
déduite de l'inégalité précédente. Soit E[ |Y |q ] = 0, dans ce cas la v.a. Y est nulle P-p.s. et
le résultat est évident. Soit E[ |Y |q ] > 0 et on utilise l'inégalité de Jensen avec x→ xp et la

mesure de probabilité Q(dω) = |Y |q(ω)
E[ |Y |q ]P(dω) :

E[ |XY | ] = E[ |Y |q ]

∫
Ω

|X|(ω)|Y |1−q(ω)Q(dω)

≤ E[ |Y |q ]

(∫
Ω

|X|p(ω)|Y |−q(ω)Q(dω)

)1/p

= E[ |Y |q ]
1−1/p ‖X‖p

�

Remarque : Cas particulier : p = q = 2. On retombe alors sur l'inégalité de Cauchy-
Schwarz,

∀X, Y ∈ L2, E [ |XY | ] ≤ ‖X‖2 ‖Y ‖2 .
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Propriétés des espaces Lp

Théorème 2.1.5. Pour tout p ∈ [1,∞], l'espace Lp (Ω,F ,P) est un sous espace
vectoriel de l'espace des (classes de) v.a. sur Ω.

Démonstration. Soit p ∈ [1,∞[ (le cas p = ∞ est laissé en exercice). Comme Lp (Ω,F ,P )
est un sous ensemble de l'espace vectoriel des (classes de) v.a. sur Ω, il su�t de véri�er qu'il
est stable par combinaison linéaire :

• il est clair que pour λ ∈ R et X ∈ Lp, λX ∈ Lp.

• Par convexité de la fonction x→ xp sur [0,∞[, on a

∀x, y ≥ 0,
( x

2
+
y

2

)p
≤ 1

2
xp +

1

2
yp

soit
∀x, y ≥ 0, (x+ y )

p ≤ 2p−1 (xp + yp ) .

Ainsi, si X,Y ∈ Lp, d'après l'inégalité précédente et la linéarité de l'espérance,

E[ |X + Y |p ] ≤ E[ ( |X|+ |Y | )p ] ≤ 2p−1 (E[ |X|p ] + E[ |Y |p ]) <∞

et X + Y ∈ Lp également.

�

Théorème 2.1.6. Pour tout p ∈ [1,∞],

1. ‖·‖p est une norme sur l'espace Lp i.e.

(a) ‖X‖p ≥ 0 et (‖X‖p = 0 ssi X = 0 P-p.s.)
(b) ∀λ ∈ R, ‖λX‖p = |λ| ‖X‖p
(c) pour tous X, Y ∈ Lp ,

‖X + Y ‖p ≤ ‖X‖p + ‖Y ‖p (inégalité de Minkowski).

2. L'espace
(
Lp, ‖·‖p

)
est un espace de Banach (ie les suites de Cauchy sont des

suites convergentes).

Démonstration.

1. Le seul point non évident est l'inégalité de Minkowski. Le cas p =∞ est simple. Pour
le cas p <∞, on utilise l'inégalité de Hölder avec p et q = p/(p− 1) ∈]1,∞]. En e�et,
on a |X + Y |p−1 ∈ Lq et ainsi

‖X + Y ‖pp = E[ |X + Y |p ]

≤ E
[
|X| · |X + Y |p−1

]
+ E

[
|Y | · |X + Y |p−1

]
≤ (‖X‖p + ‖Y ‖p) ‖(X + Y )p−1‖q
= (‖X‖p + ‖Y ‖p)‖X + Y ‖(p−1)

p

D'où le résultat.

2. Admis, voir par exemple la démonstration du théorème 10.12 du livre Probabilités 2,
de Ouvrard

�

12



Théorème 2.1.7. Si 1 ≤ p ≤ q ≤ ∞, alors Lq ⊂ Lp et ‖·‖p ≤ ‖·‖q.

Démonstration. On utilise l'inégalité de Jensen avec la fonction x → xq/p. Cette fonction
est bien convexe car q

p ≥ 1. Soit X ∈ Lq, on a donc :

(E[ |X|p ] )
q/p ≤ E

[
|X|p·q/p

]
= E[ |X|q ] .

�

Ainsi, par exemple, une variable aléatoire admettant un moment d'ordre 2 admet
également un moment d'ordre 1 et E [ |X| ] ≤

√
E [X2 ].

Remarque : le théorème 2.1.7 n'est valable qu'avec les espaces Lp associés à des
mesures �nies et même de masse totale 1 pour avoir l'inégalité des normes.

2.2 Fonctions caractéristiques

La fonction caractéristique d'une variable aléatoire réelle X détermine de façon
unique sa loi de probabilité. Il s'agit donc comme son nom l'indique d'une carac-
térisation des lois comme la fonction de répartition, la densité dans le cas de v.a.
continues, ou le germe de probabilité dans le cas de v.a. discrètes. La fonction carac-
téristique est, à un signe près, la transformée de Fourier de la mesure de probabilité
PX . Ainsi, la régularité de cette fonction est liée à l'existence des moments de la
variable (cf. points 6 et 7 de la propriété 2.2.2 ci-dessous).

Dé�nition 2.2.1. La fonction caractéristique de la v.a. réelle X est la fonction à
valeurs complexes dé�nie par :

ΦX :

{
R → C
t 7→ E

[
eitX

]
= E [cos(tX) ] + iE [ sin(tX) ]

Remarque : E
[
|eitX |

]
= E [1 ] = 1 donc la fonction caractéristique est bien dé�nie

sur R pour toute variable X (ce qui n'est pas le cas avec la transformée de Laplace :
t→ E

[
e−tX

]
).

Exemples :

• binomiale B(p) : t→ ((1− p) + peit)n

• Poisson P(λ) : t→ eλ(eit−1)

• Géométrique G(p) : t→ peit

1−(1−p)eit

• Uniforme U [a, b] : t→ eitb−eita
it(b−a)

• Exponentielle E(λ) : t→ λ
λ−it

• Normale N (µ, σ2) : t→ eitµ−
σ2

2
t2

• Cauchy C(µ, a) : t→ eitµ−a|t|

(Rappel : densités des lois de Cauchy : x→ 1

πa
[
1+(x−µa )

2
])
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Voici quelques propriétés plus ou moins élémentaires des fonctions caractéristiques.

Proposition 2.2.2. Soit X, Y deux v.a. et ΦX et ΦY leur fonction caractéristique.

1. ΦX est une fonction continue sur R bornée par 1 : ∀t ∈ R, |ΦX(t)| ≤ 1.

2. ΦX(0) = 1.

3. Pour tout t ∈ R, ΦX(−t) = ΦX(t).

4. Si X et Y sont indépendantes, alors ΦX+Y = ΦX · ΦY .

5. Pour tout a, b ∈ R, ∀t ∈ R,ΦaX+b(t) = eibtΦX(at)

6. Si X admet un moment d'ordre k, alors ΦX est Ck sur R et pour tout ` ≤ k,

Φ
(`)
X (0) = i`E

[
X`
]

7. Si ΦX est Ck sur R pour un k pair, alors X admet un moment d'ordre k et
pour tout ` ≤ k,

Φ
(`)
X (0) = i`E

[
X`
]

Démonstration. Les points 1 à 5 peuvent être démontrés à titre d'exercice. Le point 6 est
une conséquence du théorème de dérivation sous le signe intégral. On renvoie à la proposition
12.14 de Probabilités 2, Ouvrard) �

Comme indiqué en préambule, les fonctions caractéristiques caractérisent la loi
d'une v.a.

Théorème 2.2.3. Deux v.a. X et Y ont même loi ssi ΦX = ΦY .

Démonstration. Admis (cf Théorème 12.6 de Probabilités 2, Ouvrard) �

Un des intérêts des fonctions caractéristiques est de pouvoir calculer facilement
la loi de somme de variables aléatoires indépendantes en utilisant le point 4 de la
propriété 2.2.2.

Exemple : Soit X et Y deux variables gaussiennes indépendantes de loi respective
N (µX , σ

2
X) et N (µY , σ

2
Y ). Calculons la fonction caractéristique de la somme Z = X + Y .

Par indépendance de X et Y ,

∀t ∈ R, ΦZ(t) = ΦX(t)ΦY (t) = eitµX−
σ2X
2
t2eitµY −

σ2Y
2
t2 = eit(µX+µY )−σ

2
X+σ2Y

2
t2 .

Il s'agit de la fonction caractéristique de la loi N (µX + µY , σ
2
X + σ2

Y ), la variable Z suit

donc cette loi.

Remarque : La réciproque du point 4 de la propriété 2.2.2 est fausse. En e�et, si X
est une v.a. de loi de Cauchy C(0, 1) alors, Φ2X(t) = ΦX(2t) = e−2|t| = ΦX(t)ΦX(t)
mais la variable X n'est pas indépendante d'elle-même.

Théorème 2.2.4 (Formule d'inversion).
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1. Soit X une v.a.réelle telle que sa fonction caractéristique ΦX est intégrable sur
R,
∫
R |ΦX(t)| dt <∞, alors X est une v.a. continue dont la densité est donnée

par :

∀x ∈ R, fX(x) =
1

2π

∫
R
e−itxΦX(t) dt

2. Réciproquement, soit Φ : R → C une fonction intégrable telle que la fonction
f dé�nie par

∀x ∈ R, f(x) =
1

2π

∫
R
e−itxΦ(t) dt

est la densité de probabilité d'une v.a. X alors Φ est la fonction caractéristique
de X.

Démonstration. Admis (cf Ouvrard, Probabilités, Tome 2) �

Le second point du théorème précédent permet de calculer simplement la fonction
caractéristique de la loi de Cauchy donnée dans les exemples. Considérons la fonction
Φ : t→ e−|t| qui est bien intégrable sur R. Alors, la fonction f du théorème est bien
dé�nie et

∀x ∈ R, f(x) =
1

2π

∫
R
e−itxe−|t| dt

=
1

2π

(∫ ∞
0

e−itx−t dt+

∫ 0

−∞
e−itx+t dt

)
=

1

2π

([
e−(1+ix)t

−(1 + ix)

]∞
0

+

[
e(1−ix)t

(1− ix)

]0

−∞

)

=
1

2π

(
1

1 + ix
+

1

1− ix

)
=

1

π(1 + x2)
.

La fonction f est bien la densité de la loi de Cauchy C(0, 1) et d'après le point 2
du théorème précédent, t → e−|t| est donc la fonction caractéristique de la loi de
Cauchy C(0, 1).

Finalement, tous ces résultats s'étendent au cas de vecteurs aléatoires, si on
remplace le produit classique par le produit scalaire. La fonction caractéristique du
vecteur aléatoire X = (X1, . . . , Xd) à valeurs dans Rd est dé�nie par :

ΦX :

{
Rd → R

t = (t1, . . . , td) 7→ E
[
ei〈t|X〉

]
= E

[
ei

∑d
k=1 tkXk

]
Là encore :

Théorème 2.2.5. La fonction caractéristique d'un vecteur aléatoire caractérise la
loi du vecteur : deux vecteurs X et Y ont même loi ssi ΦX = ΦY.

Démonstration. Admis (cf Ouvrard, Probabilités, Tome 2) �

L'indépendance de variables aléatoires se lit sur la fonction caractéristique du
vecteur aléatoire associé :
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Théorème 2.2.6. Soit X = (X1, . . . , Xd) un vecteur aléatoire à valeurs dans Rd.

X1, . . . , Xd sont indépendantes ssi ∀t = (t1, . . . , td) ∈ Rd, ΦX(t) =
d∏

k=1

ΦXk(tk) .

Démonstration. On suppose dans un premier temps que les variables X1, · · · , Xd sont
indépendantes. Alors

ΦX(t) = E
[
ei

∑d
k=1 tkXk

]
= E

[
d∏
k=1

eitkXk

]
=

d∏
k=1

E
[
eitkXk

]
=

d∏
k=1

ΦXk(tk).

Supposons maintenant que

ΦX(t) =

d∏
k=1

ΦXk(tk).

Alors, le vecteur X = (X1, · · · , Xd) a même fonction caractéristique que le vecteur X̃ =
(X̃1, · · · , X̃d), où les X̃1, · · · , X̃d sont des variable aléatoires indépendantes telles que pour
tout k ∈ {1, · · · , d}, Xk ∼ X̃k. Comme la fonction caractéristique caractérise la loi, X et X̃
ont même loi et donc (X1, · · · , Xd) sont indépendantes. �
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3 Convergences stochastiques

3.1 Les di�érents types de convergence

Dé�nitions et premières propriétés

Nous allons étudier des processus stochastiques, c'est-à-dire des suites de v.a.
Comme pour les suites réelles, un point important est l'étude de leur comportement
asymptotique et notamment de leur limite potentielle. Mais contrairement aux suites
numériques, la notion de convergence n'est pas unique. Dans cette partie, nous pré-
sentons les di�érents modes de convergence utilisés et les liens qui existent entre
eux.

Dé�nition 3.1.1.

1. Une suite de v.a. réelles (Xn)n∈N converge P-presque sûrement vers une v.a.
X si

P
(

lim
n→+∞

Xn = X

)
= 1 .

Notation : Xn
p.s.−→
n→∞

X.

2. Une suite de v.a. réelles (Xn)n∈N converge en probabilité vers une v.a. X si

∀ε > 0, lim
n→∞

P( |Xn −X| ≥ ε) = 0 .

Notation : Xn
P−→

n→∞
X.

3. Soit p ∈ [1,∞]. Une suite de v.a. réelles (Xn)n∈N d'éléments de Lp, converge
en norme Lp vers une v.a. X ∈ Lp si

lim
n→∞

‖Xn −X‖p = 0 .

Notation : Xn
Lp−→

n→∞
X.

4. Une suite de v.a. réelles (Xn)n∈N converge en loi vers une v.a. X si pour toute
fonction continue bornée f : R→ R,

lim
n→∞

E [f(Xn) ] = E [f(X) ] .

Notation : Xn
loi−→

n→∞
X.

Ces dé�nitions s'étendent naturellement au cas de vecteurs aléatoires. De plus,
si pour les trois premiers types de convergence, les v.a. doivent toutes être dé�nies
sur un même espace de probabilité. Cela n'est pas nécessaire pour la convergence en
loi qui est, comme son nom l'indique, une convergence des mesures de probabilité
associées : PXn vers PX .
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Proposition 3.1.2. 1. La limite presque sûre (resp. en probabilité, resp. dans un
Lp) est unique P-p.s. : si Xn

p.s.−→
n→∞

X et Xn
p.s.−→
n→∞

Y (resp. en probabilité ou dans

Lp), alors P(X = Y ) = 1.

2. si Xn
loi−→

n→∞
X et Xn

loi−→
n→∞

Y , alors PX = PY .

Démonstration.

1. Le résultat dans le cas presque sûr est une conséquence directe de l'unicité de la limite
pour les suites réelles (ou vectorielles) non aléatoires. Pour la limite Lp, le résultat est
impliqué par le fait que Lp soit un espace vectoriel normé, et donc métrique. Pour le
cas de la convergence en probabilité, remarquons que

P(X 6= Y ) = P(
⋃
n∈N∗

{
|X − Y | ≥ 1

n

}
) ≤

∑
n∈N∗

P(

{
|X − Y | ≥ 1

n

}
).

Or, pour tout n ∈ N∗, k ∈ N∗,

P(|X−Y | ≥ 1

n
) ≤ P(|X−Xk|+|Xk−Y | ≥

1

n
) ≤ P(|X−Xk| ≥

1

2n
)+P(|Xk−Y | ≥

1

2n
)

Par dé�nition de la convergence en probabilité, on a alors : pour tout n > 0,

lim
k→∞

P(|X −Xk| ≥
1

2n
) = lim

k→∞
P(|Xk − Y | ≥

1

2n
) = 0.

Ainsi, pour tout n ∈ N∗, P(|X − Y | ≥ 1
n ) = 0 et P(X 6= Y ) = 0.

2. Si X et Y sont deux limites loi d'une même suite, alors : pour toute fonction continue
bornée f : R→ R, E[f(X) ] = E[f(Y ) ] . Cela implique bien que X et Y ont même loi.

�

Remarque : Dans le cas vectoriel, pour la dé�nition des convergences en probabilité,
presque sûre et Lp de v.a. à valeurs dans Rd, le choix de la norme n'a pas d'in�uence
sur la limite. En e�et, toutes les normes sur Rd sont équivalentes.

Proposition 3.1.3. On considère une v.a. X, une suite de variables aléatoires
(Xn)n∈N, et une fonction continue f de R dans R.
Si Xn

p.s.−→
n→∞

X (resp. Xn
P−→

n→∞
X ou Xn

loi−→
n→∞

X), alors f(Xn)
p.s.−→
n→∞

f(X) (resp.

f(Xn)
P−→

n→∞
f(X) ou f(Xn)

loi−→
n→∞

f(X)).

Démonstration.

• Convergence en probabilité : On �xe un ε > 0 et on va montrer que P( |f(Xn)− f(X)| ≥ ε )
tend vers 0 lorsque n tend vers l'in�ni.

La fonction f étant continue, elle est uniformément continue sur tout intervalle de
longueur �nie (théorème de Heine). Ainsi, �xons M > 0, l'uniforme continuité de f
sur [−2M ; 2M ] nous dit qu'il existe δ > 0,

∀(x, y) ∈ [−2M ; 2M ], |x− y| ≤ δ ⇒ |f(x)− f(y)| < ε.

soit
∀(x, y) ∈ [−2M ; 2M ], |f(x)− f(y)| ≥ ε⇒ |x− y| > δ.
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On peut alors décomposer la probabilité d'intérêt : pour tout n ∈ N,

P( |f(Xn)− f(X)| ≥ ε )

=P( |f(Xn)− f(X)| ≥ ε, |X| > M ) + P( |f(Xn)− f(X)| ≥ ε, |X| ≤M, |Xn| > 2M )

+ P( |f(Xn)− f(X)| ≥ ε, |X| ≤M, |Xn| ≤ 2M )

≤P( |X| > M ) + P( |X −Xn| > M ) + P( |Xn −X| > δ )

Ainsi, en faisant tendre n vers ∞,

∀M > 0, lim sup
n→∞

P( |f(Xn)− f(X)| ≥ ε ) ≤ P( |X| > M ) .

La variable X est p.s. �nie donc limM→∞ P( |X| > M ) = P( |X| =∞ ) = 0 et on a
bien

lim
n→∞

P( |f(Xn)− f(X)| ≥ ε ) = 0 soit f(Xn)
P−→

n→∞
f(X).

• Convergence p.s. : On considère l'événement A = { limnXn = X }. Par hypothèse,
on a P(A ) = 1. Pour tout ω ∈ A, limnXn(ω) = X(ω) et par caractérisation sé-
quentielle de la continuité, on a également limn f(Xn(ω)) = f(X(ω)). Ainsi, A ⊂
{ limn f(Xn) = f(X)}. D'où le résultat.

• Convergence en loi : On suppose que Xn
loi−→

n→∞
X. Montrons que f(Xn)

loi−→
n→∞

f(X).

Soit g une fonction continue bornée. On remarque que g(f(Xn)) = g ◦ f(Xn). Les
fonctions f et g étant continues, la fonction g ◦ f est également continue. De plus , g
étant bornée, g ◦ f l'est également. Ainsi, par convergence en loi de Xn vers X, on a
bien :

lim
n→∞

E[g(f(Xn)) ] = E[g(f(X)) ]

et f(Xn)
loi−→

n→∞
f(X).

�

Remarques :

• La fonction f n'a en fait besoin d'être dé�nie que sur un sous ensemble (boré-
lien) E de R tel que P(X ∈ E et ∀n ∈ N, Xn ∈ E ) = 1, par exemple E = R+

si les v.a. sont toutes p.s. positives.

• Là encore, le résultat se généralise au cas de vecteurs aléatoires.

• Quel que soit p ∈ [1,∞[, on ne conserve pas la convergence Lp en compo-
sant par une fonction continue. L'appartenance à l'espace Lp n'est même pas
conservée a priori. Ainsi, avec la fonction x → x2, si X ∈ L1 et X /∈ L2 alors
X2 /∈ L1.

Proposition 3.1.4. Soit une suite (Xn)n∈N convergeant p.s. (resp. en probabilité,
resp. dans Lp) vers une variable (ou vecteur de Rd) X et une suite (Yn)n∈N conver-
geant p.s. (resp. en probabilité, resp. dans Lp) vers une variable (ou vecteur de Rq)
Y . Alors la suite (Xn, Yn) converge p.s. (resp. en probabilité, resp. dans Lp) vers le
vecteur de Rd × Rp (X, Y ).

Démonstration. Exercice. �
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Le résultat précédent n'est pas vrai pour la convergence en loi car la convergence
des marginales ne donne pas d'information pour la loi jointe.

Le théorème suivant décrit les liens entre les di�érents modes de convergence.

Théorème 3.1.5.

1. Si 1 ≤ p ≤ q ≤ ∞, la convergence dans Lq implique la convergence dans Lp.

2. Pour tout p ∈ [1,∞], la convergence Lp implique la convergence en probabilité.

3. La convergence presque sûre implique la convergence en probabilité.

4. La convergence en probabilité implique la convergence en loi.

5. Si (Xn)n∈N converge en probabilité vers X alors il existe une sous-suite de
(Xn)n∈N qui converge P-p.s. vers X.

6. Si (Xn)n∈N converge en loi vers une constante c ∈ R (et que les v.a. (Xn)n∈N
vivent sur le même espace de probabilité), alors (Xn)n∈N converge en probabilité
vers c.

À chaque fois qu'une convergence en implique une autre, les limites sont égales.

cvg p.s.

cvg Lpcvg Lq

cvg en probabilité cvg en loi

si p ≤ q

pour une ss-suite

si lim cte (et �m espace)

TCD

Figure 1 � Liens entre les di�érentes convergences

Démonstration.

1. C'est une conséquence directe du Théorème 2.1.7.

2. Il su�t d'utiliser l'inégalité de Markov.

3. Soit ε > 0.

∀n ∈ N, P( |Xn −X| ≥ ε ) = E
[
1|Xn−X|≥ε

]
La v.a. 1|Xn−X|≥ε converge p.s. vers 0 car (Xn)n∈N converge vers X P-p.s.. De plus ,
elle est majorée par la v.a. constante égale à 1 qui est dans L1. D'après le théorème
de convergence dominée, on a donc,

lim
n→∞

P( |Xn −X| ≥ ε ) = E[ 0 ] = 0.
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4. Soit f une fonction continue bornée sur R. Comme il y a convergence en probabilité,
les variables aléatoires sont nécessairement dé�nies sur le même espace de probabilité
et pour tout ε > 0,

∀n ∈ N, |E[f(Xn) ]− E[f(X) ]| ≤ E[ |f(Xn)− f(X)| ]
≤E
[
|f(Xn)− f(X)|1|f(Xn)−f(X)|≥ε

]
+ E

[
|f(Xn)− f(X)|1|f(Xn)−f(X)|<ε

]
≤2‖f‖∞P( |f(Xn)− f(X)| ≥ ε ) + ε.

Comme (Xn)n∈N converge en probabilité vers X, d'après la propriété précédente,
f(Xn) converge également en probabilité vers f(X). En faisant tendre n vers l'in-
�ni, on obtient

lim sup
n→∞

|E[f(Xn) ]− E[f(X) ]| ≤ ε

pour tout ε > 0. Cette limite est donc nulle et on a bien convergence en loi de (Xn)n∈N
vers X.

5. et 6. Cf Feuille de TD 2.

�

La convergence P-p.s. est souvent la plus di�cile à montrer, une condition su�-
sante utile est donnée dans la proposition suivante :

Proposition 3.1.6. Soit (Xn)n∈N une suite de v.a. et X une autre v.a. Si, pour tout
ε > 0, la série

∑∞
n=0 P( |Xn −X| ≥ ε) converge, alors la suite (Xn)n∈N converge vers

X P-p.s.

Démonstration. Cf feuille de TD 2. �

Remarque : Cette condition n'est pas nécessaire. Considérons

(Ω,F ,P) = ([0, 1],B([0, 1]), dx)

et la suite de v.a. dé�nie sur Ω : ∀n ≥ 1, Xn = 1[0,1/n[. Pour tout ω ∈]0, 1],

limn→∞Xn(ω) = 0. Comme P({0}) = 0, Xn
p.s.−→
n→∞

0. Or,

∀ε > 0, P( |Xn − 0| ≥ ε) = P( [0, 1/n[ ) = 1/n

La série des 1/n n'étant pas sommable, la suite (Xn)n∈N converge p.s. vers 0 mais
ne véri�e pas le critère de la proposition 3.1.6.

Convergence en loi

La convergence en loi, comme son nom l'indique, est en fait une convergence des
lois de probabilité et non des v.a. en elles-même. Les di�érentes v.a. n'ont d'ailleurs
pas à être dé�nies sur le même espace de probabilité. Si la dé�nition donnée plus
haut peut paraître obscure de prime abord, les caractérisations présentées ci-dessous
peuvent rendre cette notion plus intuitive.

Théorème 3.1.7 (Caractérisation de la convergence en loi). Soit (Xn)n∈N une suite
de v.a. et X une autre variable aléatoires. On a les équivalences suivantes :
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1. (Xn)n∈N converge en loi vers X.

2. La suite des fonctions de répartition FXn converge en tout point de continuité
vers la fonction de répartition FX .

3. Pour tout t ∈ R, la suite ΦXn(t) converge vers ΦX(t). (Théorème de Lévy)

Démonstration. Admis �

Étudions maintenant le cas particuliers des v.a. discrètes et continues :

Proposition 3.1.8 (V.a. à valeurs dans Z (ou dans un sous-ensemble discret de R)
). Si (Xn)n∈N est une suite de v.a. à valeurs dans Z et X une autre v.a. à valeurs
dans Z, alors

Xn
loi−→

n→∞
X ssi ∀k ∈ Z, lim

n→∞
P(Xn = k ) = P(X = k ) .

Démonstration.

⇒) Supposons que Xn
loi−→

n→∞
X. Soit k ∈ Z. Considérons la fonction réelle fk dé�nie par

fk(x) =

 2(x− k) + 1 si x ∈ [k − 1/2; k[
2(k − x) + 1 si x ∈ [k; k + 1/2[

0 sinon

1 -

k − 1
|

k
|

k + 1
|

Figure 2 � Fonction fk

La fonction fk étant continue et bornée, E[fk(Xn) ] → E[fk(X) ]. Or, E[fk(Xn) ] =
P(Xn = k ) et E[fk(X) ] = P(X = k ) d'où le résulat recherché.

⇐) On �xe une fonction f continue bornée et on se donne un entierM > 0. Par hypothèse,

E
[
f(Xn)1|Xn|≤M

]
=

M∑
k=−M

f(k)P(Xn = k )→n→∞ E
[
f(X)1|X|≤M

]
.

Le problème survient lorsqu'on considère une in�nité de probabilités élémentaires en
même temps i.e. sur l'événement { |Xn| > M }. L'idée est de repasser à l'événement
complémentaire :∣∣E[f(Xn)1|Xn|>M

]
− E

[
f(X)1|X|>M

]∣∣ ≤ ‖f‖∞ (P( |Xn| > M ) + P( |X| > M ))

= ‖f‖∞ (1− P( |Xn| ≤M ) + P( |X| > M ))

Comme P( |Xn| ≤M ) =
∑M
k=−M P(Xn = k ) dépend d'un nombre �ni de probabilités

élémentaires, on a limn P( |Xn| ≤M ) = P( |X| ≤M ) et donc

lim sup
n
|E[f(Xn) ]− E[f(X) ]| ≤ 2‖f‖∞P( |X| > M ) .

Cette inégalité étant valable pour tout M > 0, la limsup est nulle et on a bien la
convergence en loi.
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Proposition 3.1.9 (V.a. continues). Soit (Xn)n∈N une suite de v.a. de densité res-
pective fn et X une autre v.a. de densité f . Si fn(x) converge vers f(x) pour tout

réel x, alors Xn
loi−→

n→∞
X.

Démonstration. En exercice. (On pourra remarquer que |fn − f | = fn + f − 2 min(fn, f).)
�

Remarque : Attention, la réciproque est fausse : la convergence en loi de v.a. continues
n'implique pas la convergence des densités même si la limite a une loi continue. Voir
le contre-exemple suivant : soit (Xn)n∈N∗ une suite de v.a. telle que pour tout n ∈ N∗,
Xn admette pour densité :

x→ fn(x) = (1− cos(2πnx))1[0,1](x)

et X une v.a. de loi U([0, 1]) i.e. de densité f(x) = 1x∈[0,1]. On peut montrer que

Xn
loi−→

n→∞
X, en étudiant les fonctions de répartition par exemple, mais il n'y a pas

convergence de fn vers f .

Pour �nir sur la convergence en loi, remarquons que contrairement aux autres
modes de convergence stochastique, la convergence en loi de deux suites (dé�nies
sur le même espace) n'implique pas la convergence en loi de la somme :

Xn
loi−→

n→∞
X et Yn

loi−→
n→∞

Y 6⇒ Xn + Yn
loi−→

n→∞
X + Y

ou plus généralement la convergecne du couple (Xn, Yn). Cela se voit immédiatement
sur un exemple simple : considérons une variable X ∼ N (0, 1) et les deux suites
(Yn)n∈N et (Zn)n∈N dé�nies respectivement par Yn = X et Zn = −X, alors comme

−X ∼ X ∼ N (0, 1), on a Yn
loi−→

n→∞
X, Zn

loi−→
n→∞

X mais Yn + Zn = 0 ne converge pas

en loi vers 2X.
Comme le fait de connaître les lois marginales ne permet pas de connaître la loi

du couple, il n'est pas étonnant que la convergence de chacune des lois marginales
ne dise rien sur la convergence du couple. Néanmoins, lorsqu'une des v.a. limites est
déterministe, la loi du couple limite est alors entièrement déterminée par la loi de
l'autre v.a. et, dans ce cas, on obtient également la convergence en loi pour la suite
des couples, comme l'indique le lemme suivant.

Lemme 3.1.10 (Slutsky). Soit deux suites de v.a. (Xn)n∈N et (Yn)n∈N dé�nies sur
un même espace de probabilité. Si (Xn)n∈N converge en loi vers une v.a. X et si
(Yn)n∈N converge en loi vers une constante c, alors le couple (Xn, Yn)n∈N converge

en loi vers le couple (X, c). En particulier, Xn + Yn
loi−→

n→∞
X + c et Xn · Yn

loi−→
n→∞

cX.

Démonstration. On va utiliser les fonctions caractéristiques et commencer par séparer les
variables : pour tout (t, s) ∈ R2,∣∣Φ(Xn,Yn)(t, s)− Φ(X,c)(t, s)

∣∣ =
∣∣∣E[ei(tXn+sYn)

]
− E

[
ei(tX+sc)

]∣∣∣
≤
∣∣∣E[ei(tXn+sYn)

]
− E

[
ei(tXn+sc)

]∣∣∣+
∣∣∣E[ei(tXn+sc)

]
− E

[
ei(tX+sc)

]∣∣∣
≤
∣∣E[eitXn (eisYn − eisc)]∣∣+

∣∣eisc∣∣ ∣∣E[eitXn ]− E
[
eitX

]∣∣
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Comme |eiu| = 1 pour tout réel u, on obtient pour tout (t, s) ∈ R2,∣∣Φ(Xn,Yn)(t, s)− Φ(X,c)(t, s)
∣∣ ≤ E

[ ∣∣eisYn − eisc∣∣ ]+ |ΦXn(t)− ΦX(t)| .

La suite (Xn)n∈N convergeant en loi vers X, on a pour tout t ∈ R,

lim
n→∞

|ΦXn(t)− ΦX(t)| = 0.

Il reste à contrôler E
[ ∣∣eisYn − eisc∣∣ ]. Or, la limite en loi de (Yn)n∈N étant constante, (Yn)n∈N

converge également en probabilité vers c. De plus, la fonction u → eisu étant continue
sur R, eisYn converge en probabilité vers eisc. (Le résultat a été vu pour des fonctions à
valeurs réelles, pour des fonctions à valeurs complexes, il su�t de travailler coordonnée par
coordonée.)

Ainsi, pour tout s ∈ R,

∀ε > 0, E
[ ∣∣eisYn − eisc∣∣ ] ≤ εP( ∣∣eisYn − eisc∣∣ < ε

)
+ E

[ ∣∣eisYn − eisc∣∣1|eisYn−eisc|≥ε ] .
Comme p.s.

∣∣eisYn − eisc∣∣ ≤ ∣∣eisYn ∣∣+
∣∣eisc∣∣ = 2, on obtient

∀ε > 0, E
[ ∣∣eisYn − eisc∣∣ ] ≤ ε+ 2P

( ∣∣eisYn − eisc∣∣ ≥ ε) .
En passant à la limite, on obtient donc

∀ε > 0, 0 ≤ lim sup
n→∞

∣∣Φ(Xn,Yn)(t, s)− Φ(X,c)(t, s)
∣∣ ≤ ε

Le résultat étant vrai pour tout ε > 0, on obtient bien la convergence de Φ(Xn,Yn)(t, s) vers
Φ(X,c)(t, s) pour tout (t, s) ∈ R2 et donc la convergence en loi de (Xn, Yn) vers (X, c). �

Comment montrer qu'une suite de v.a. converge pour un type de conver-
gence donné

• On utilise les di�érentes implications du théorème 3.1.5.

• Pour montrer la convergence en probabilité, les inégalités vues dans la partie
précédente sont utiles, on peut également essayer de calculer directement la
probabilité.

• Pour montrer la convergence P-p.s.( cas le plus complexe !), on peut utiliser
la loi forte des Grands Nombres (présentée dans la section suivante) pour les
moyennes de vaiid, la propriété 3.1.6 ou le théorème de Borel-Cantelli.

• Pour montrer la cvg dans Lp, le théorème de convergence dominée peut être
utile.

• Pour montrer la convergence en loi, on peut utiliser le Théorème Central Limite
(présenté dans la section suivante), utiliser une des caractérisations vues dans
la section sur la convergence en loi ou montrer la convergence en probabilité.

Exemples :

• (Xn)n∈N∗ suite de v.a.i.i.d. telle que Xn ∼ B(1/n2). Alors (Xn)n∈N converge vers 0
dans Lp pour tout p ≥ 1, en proba et en loi et P-p.s.
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• (Xn)n∈N∗ suite de v.a.i.i.d. telle que Xn ∼ B(1/n). Alors (Xn)n∈N converge vers 0
dans Lp pour tout p ≥ 1, en proba et en loi mais pas P-p.s. (on peut utiliser le second
lemme de Borel-Cantelli pour montrer le dernier point)

• (Xn)n∈N∗ suite de v.a.i.i.d. telle que Xn/n
2 ∼ B(1/n2). Alors (Xn)n∈N converge vers

0 P-p.s. mais pas dans Lp pour tout p ≥ 1.

• (Xn)n∈N∗ suite de v.a.i.i.d. telle que Xn/
√
n ∼ B(1/n). Alors (Xn)n∈N∗ converge vers

0 dans Lp pour p < 2 mais pas P-p.s. ni dans Lp pour tout p ≥ 2.

• Soit X ∼ B(1/2) et (Xn)n∈N la suite dé�nie par Xn = (1 + (−1)n)/2− (−1)nX pour
tout n ∈ N. Alors (Xn)n∈N converge vers X en loi mais pas en probabilité.

3.2 Théorèmes limites pour les v.a.i.i.d.

Pour une suite (Xn)n∈N∗ de v.a., on note Xn la moyenne empirique :

Xn =
1

n

n∑
k=1

Xk.

Nous rappelons dans cette section les deux célèbres théorèmes de convergence
décrivant le comportement asymptotique de la suite des moyennes empiriques de
v.a.i.i.d. Commençons par un premier résultat simple qui donne l'espérance et la
variance de la moyenne empirique.

Proposition 3.2.1. Soit (Xn)n∈N∗ une suite de v.a. de même loi qu'une v.a. X.

1. Si X ∈ L1, alors E
[
Xn

]
= E [X ].

2. Si X ∈ L2 et que les v.a. sont indépendantes, alors V
[
Xn

]
= V[X ]

n
.

Démonstration. Cf Exercice 14 de la feuille de TD 2. �

Cette proposition implique que, sous réserve de l'existence d'un moment d'ordre
2, si les v.a. sont i.i.d., alors

(
Xn

)
converge dans L2 vers l'espérance E [X ].

Avec des calculs plus techniques, cette convergence peut être généralisée : dès
que les v.a. admettent une espérance, la moyenne empirique converge vers cette
espérance P-p.s. et dans L1. Ce théorème, appelé Loi Forte des Grands Nombres, est
parfois résumé ainsi : �la moyenne empirique converge vers la moyenne théorique�.

Théorème 3.2.2 (Loi forte des Grands Nombres, ). Soit (Xn)n∈N∗ une suite de
v.a.i.i.d. dans L1 d'espérance commune m. La moyenne empirique

Xn =
1

n

n∑
i=1

Xi

converge P-p.s. et dans L1 vers m.
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Démonstration. Nous allons montrer la convergence p.s. dans le cas de v.a. dans L4. Le ré-
sultat se généralise ensuite aux v.a. L1, les lecteurs intéressés peuvent regarder, par exemple,
le livre Probabilité de Barbe et Ledoux pour obtenir les détails de la (ou plutôt d'une) dé-
monstration dans ce cas.

On suppose donc que X1 ∈ L4 et on note m = E[X1 ] et σ2 = V [X1 ]. En utilisant
l'inégalité de Markov, on obtient

P
(
|Xn −m| > ε

)
= P

(∣∣∣∣ n∑
i=1

(Xi −m)

∣∣∣∣4 > n4ε4

)
≤ 1

n4ε4
E

[∣∣∣∣ n∑
i=1

(Xi −m)

∣∣∣∣4
]
.

Par ailleurs,

E

∣∣∣∣∣
n∑
i=1

(Xi −m)

∣∣∣∣∣
4
 =

n∑
i=1

E
[
(Xi −m)4

]
+ 3

∑
i 6=j

E
[
(Xi −m)2(Xj −m)2

]
+

∑
i,j,k,l∈{1,··· ,n}

au moins un indice est di�érent des 3 autres

E[ (Xi −m)(Xj −m)(Xk −m)(Xl −m) ]

=nE
[
(X1 −m)4

]
+ 3n(n− 1)σ4

En e�et, chaque terme de la seconde somme vaut σ4 et le dernier terme vaut 0 par indépen-
dance. On a donc (en utilisant que n(n− 1) ≤ n2),

P
(
|Xn −m| > ε

)
≤

E
[
(X1 −m)4

]
ε4n3

+
3σ4

ε4n2
.

et pour tout ε > 0, ∑
n≥1

P
(
|Xn −m| > ε

)
< +∞

et, par le critère de la proposition 3.1.6, (Xn)n converge presque sûrement vers m. �

Un peu d'histoire : Les premiers énoncés, sans démonstration, de la Loi des Grands
Nombres remontent au moins au 16e siècle par le mathématicien italien Cardan. Une
première démonstration pour le cas particulier des vaiid de Bernoulli a été présenté
par Bernoulli en 1713. L'appellation �Loi des Grands Nombres� semble avoir été
popularisée par Poisson dans un traité de 1837. La forme actuelle décrite ci-dessus
a été démontrée en 1930 par Kolmogorov.

Il existe de nombreuses généralisations de la loi forte des grands nombres (ou
faible, avec une convergence en probabilité) en a�aiblissant les hypothèses (indépen-
dance ou loi commune, cf références du cours) mais cette version est la plus classique
et la plus utile.

Exemples :

• on considère une suite de vaiid de loi de Bernoulli B(p) pour p ∈ [0, 1]. Alors Xn
p.s.−→
n→∞

p. Cela signi�e, par exemple, que lorsque on lance de nombreuses fois une pièce
parfaitement équilibrée, la proportion de �pile� obtenus est proche de 1/2

• Exemples en ligne :
http://experiences.math.cnrs.fr/Loi-des-grands-nombres-et-theoreme.html
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La Loi des Grands Nombres donne la convergence de la moyenne empirique
mais ne dit rien sur la vitesse de convergence, ce qu iest un point essentiel pour
les applications. Le théorème suivant permet de préciser cette vitesse, sous réserve
d'existence d'un second moment.

Théorème 3.2.3 (Théorème central limite). Soit (Xn)n∈N∗ une suite de v.a.i.i.d.
dans L2 d'espérance commune m et de variance commune σ2. Alors

Zn =

√
n

σ2

(
Xn −m

) loi−→
n→∞

N ∼ N (0, 1) .

Démonstration. CF DM 1 �

Remarquons que Xn = m +
√

σ2

n
Zn. Ainsi comme Zn est �à peu près� une v.a.

gaussienne centrée réduite pour n grand, Xn est �à peu près� une v.a.gaussienne
de moyenne m et de variance σ2/n. Ce résultat est évident si les v.a. (Xn)n∈N sont
des vaiid gaussiennes mais le théorème central limite indique que le résultat est vrai
asymptotiquement quelle que soit la loi d'origine des variables tant qu'elle admet un
second moment �ni.

Un peu d'histoire : le cas particulier des variables de Bernoulli a été énoncé par De
Moivre en 1733. Une première démonstration fut proposé par Laplace en 1809 et la
version actuelle et la démonstration basée sur l'utilisation de la fonction caractéris-
tique sont issus des travaux du hongrois Polyà en 1920 et des travaux du �nlandais
Lindeberg et du français Lévy en 1935.

Application : Ce théorème permet de construire des intervalles de con�ance asymp-
totique pour les moyennes (cf feuille de TD 2 et cours de Statistiques). Il permet
également d'obtenir des intervalles de �uctuation. Par exemple supposons que pour
tout n ∈ N∗, Xn ∼ B(0.5), et qu'on note qβ le quantile d'ordre β ∈]0, 1[ de la loi
normale N (0, 1) (ie P(N ≤ qβ ) = β si N ∼ N (0, 1)). Alors pour tout α ∈]0, 1[,

lim
n→∞

P
(

0.5−
q1−α/2

2
√
n
≤ Xn ≤ 0.5 +

q1−α/2

2
√
n

)
= 1− α

Ainsi, pour α = 0.05, q1−α/2 ≈ 1, 96 et en prenant n = 100,

P
(

0, 4 ≤ X100 ≤ 0, 6
)
≈ 0, 95.

Exemples en ligne :
http://experiences.math.cnrs.fr/Loi-des-grands-nombres-et-theoreme.html

Le TCL nous dit que la moyenne empirique se comporte à peu près comme
une variable de loi N (m, σ

2

n
). Il est naturel de se demander alors quelle est l'erreur

commise lorsqu'on e�ectue cette approximation ; était-il raisonnable de prendre n =
100 dans l'exemple précédent ? Cette erreur est contrôlée par le théorème suivant
lorsqu'il y a existence d'un moment d'ordre 3 pour la loi des variables aléatoires.

Théorème 3.2.4 (Berry-Esseen, 1941-1942). Soit (Xn)n∈N une suite de v.a.i.i.d.
de L3, de moyenne m, de variance σ2. On note Fn la fonction de répartition de
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la variable Zn comme dé�nie dans le TCL et Φ la fonction de répartition de la loi
gaussienne N (0, 1) alors il existe une constante C < 0.5,

sup
x∈R
|Fn(x)− Φ(x)| ≤ CE [ |X1 −m|3 ]√

nσ3
.

Ce théorème est donné pour satisfaire votre curiosité mais ne sera pas dans les
sujets d'examen.

Actuellement, la valeur optimale de la constante est ∼ 0, 4785 (Tyurin, 2010 ).
Originellement, Esseen avait obtenu une borne supérieure de 7,59. La borne inférieure
donnée par Esseen en 1956, C > 0, 4097, est toujours la meilleure actuellement.
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4 Processus stochastiques (à temps discret)

Les processus stochastiques (à valeurs réels ou vectorielles) servent à modéliser de
nombreux phénomènes qui évoluent avec le temps : évolution du nombre d'individus
dans une population au cours des années, déplacement de particules, évolution du
cours d'une action, évolution du nombre de personnes dans une �l d'attente,. . .

4.1 Processus stochastiques et �ltration

Dans toute cette section, les di�érentes v.a. considérées sont dé�nies sur un espace
probabilisé (Ω,F ,P)). Commençons par quelques rappels sur les tribus.

Dé�nition 4.1.1. On appelle tribu B sur Ω tout sous-ensemble de P(Ω) véri�ant
les axiomes suivant :

• ∅ ∈ B

• si A ∈ B, alors A ∈ B

• pour toute suite (An)n∈N d'éléments de B, on a
⋃
n∈NAn ∈ B.

Si une tribu B est inclus dans une autre tribu A, on dit que B est une sous-tribu
de A. On ne considèrera dans ce cours que des sous-tribus de F .

Proposition 4.1.2. Les tribus sont stables par intersection et union dénombrable,
par passage au complémentaire.

Démonstration. En exercice. �

Dé�nition 4.1.3. Deux tribus B1 et B2 sont indépendantes si tout événement A1 ∈
B1 est indépendant de tout événement A2 ∈ B2.

Dé�nition 4.1.4. On dit qu'une variable aléatoire X à valeur dans Rd est mesurable
par rapport à une tribu B si pour tout A ∈ B(Rd), l'événement {X ∈ A} est dans
B.

Proposition 4.1.5 (Tribu engendrée par des v.a.).

1. On appelle tribu engendrée par la v.a. (ou le vecteur aléatoire) X à valeurs
dans Rd l'ensemble des événements qui ne dépendent que de X :

σ (X ) =
{
{X ∈ A} / A ∈ B(Rd)

}
.

Il s'agit de la plus petite tribu rendant X : Ω→ (Rd,B(Rd)) mesurable.

2. On appelle tribu engendrée par la famille de v.a. {Xi, i ∈ I } la plus petite tribu
rendant les v.a. Xi : Ω→ (Rd,B(Rd)) mesurables. On la note σ (Xi, i ∈ I ).

La tribu σ (Xi, i ∈ I ) représente l'information contenue dans les variables (Xi )i∈I .

Remarques : Deux v.a. X et Y sont indépendantes ssi σ (X ) est indépendante
de σ (Y ). On dira également que X est indépendante d'une tribu B si σ(X) est
indépendante de B au sens de la dé�nition 4.1.3.
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Proposition 4.1.6. Une variable aléatoire Y à valeurs dans Rd est mesurable par
rapport à la tribu σ (Xi, i ∈ I ), (où I est un ensemble �ni ou dénombrable) ssi Y
s'écrit comme une fonction (mesurable) des (Xi )i∈I .

Démonstration. Admis (cf cours de théorie de la mesure). �

Exemples :

• Y = cos(X) est mesurable par rapport à σ(X) ou même par rapport à σ(X2) car
Y = cos(

√
X2) mais pas par rapport à σ(1X>0).

• L'événement {X1 ≥ 1} appartient à σ(X1). L'événement {X1 > X2 , X1X2 > 0}
appartient σ(X1, X2) mais pas à σ(X1) en général. En e�et, si je connais la réalisation
de la variable X1, je peux dire si elle est plus grande que 1 et donc si l'événement
{X1 ≥ 1} est réalisé. Par contre, si je ne dispose d'aucune information sur X2, je
serais incapable de dire si {X1 > X2 , X1X2 > 0} est réalisé.

Ces rappels vont nous permettre d'introduire les outils nécessaires à l'étude des
processus stochastiques.

Dé�nition 4.1.7 (Processus stochastiques).

1. On appelle processus stochastique (ou aléatoire) à temps discret une suite de
v.a. (Xn)n∈N.

2. On appelle �ltration une suite croissante de sous-tribus de F , i.e. une suite
de sous-tribus (Fn)n∈N telle que pour tout n ∈ N, Fn ⊂ Fn+1.

3. On dit qu'un processus (Xn)n∈N est adapté à la �ltration (Fn)n∈N si pour tout
n ∈ N, Xn est Fn-mesurable.

On voit immédiatement que

Proposition 4.1.8. L'ensemble des processus stochastiques à valeurs dans Rd, d ∈
N∗, et dé�nis sur un espace probabilisé (Ω,F ,P) est un R-espace vectoriel.

Une question naturelle dans l'étude de processus stochastiques est d'estimer la
probabilité d'événements faisant intervenir le futur du processus lorsqu'on dispose
déjà d'informations sur le passé et le présent du processus. Cette notion d'informa-
tions disponibles à un instant donné est donc un point essentiel de la modélisation.
Dans ce cadre, elle est représentée par la �ltration (Fn)n∈N : la sous-tribu Fn re-
présente l'information à disposition à l'instant n. Le fait que la suite soit croissante
signi�e qu'il n'y a pas de perte d'informations au cours du temps. Finalement, dire
qu'un processus (Xn)n∈N est adapté à une �ltration signi�e que l'on dispose de su�-
samment d'informations à chaque instant n dans Fn pour connaître la valeur exacte
Xn du processus à cet instant.

Exemples :

• Exemple essentiel de �ltration : la �ltration naturelle
(
FXn
)
n∈N associée à un pro-

cessus (Xn)n∈N est dé�nie par FXn = σ(X0, . . . , Xn) pour tout n ∈ N. Le processus
(Xn)n∈N est toujours adapté à

(
FXn
)
n∈N.
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• On considère un processus (Xn)n∈N.

� On pose pour tout n ∈ N, Yn = |Xn|. Alors le processus (Xn)n∈N n'est pas a
priori adapté à

(
FYn
)
n∈N car on a perdu l'information du signe, alors que le

processus (Yn)n∈N est bien adapté à
(
FXn
)
n∈N.

� Le processus (Zn)n∈Ndé�ni par Zn = Xn+1 − Xn pour tout n ∈ N n'est pas
adapté à

(
FXn
)
n∈N car Zn dépend de la v.a. Xn+1 qui n'est pas a priori mesu-

rable par rapport à FXn .

• Exemple important de processus : marche aléatoire simple sur Z. Soit (Xn)n∈N∗ une
suite de v.a.i.i.d. telle que P(X1 = 1) = p et P(X1 = −1) = 1 − p pour un certain
p ∈ [0, 1]. On appelle marche aléatoire simple sur Z issue de 0 le processus (Sn)n∈N
dé�ni par {

S0 = 0

∀n ∈ N, Sn+1 = Sn +Xn+1

L'horloge naturelle utilisée pour représenter l'évolution du temps, déterministe,
n'a pas de raison d'être adaptée à l'évolution du processus considéré et aux phéno-
mènes étudiés. L'idée, formalisée dans la dé�nition suivante, est alors d'introduire
des temps aléatoires qui vont eux être directement liés au comportement du proces-
sus.

Dé�nition 4.1.9 (Temps d'arrêt).

1. On appelle temps d'arrêt pour une �ltration (Fn)n∈N une v.a. T à valeurs dans
N ∪ {+∞} telle que pour tout n ∈ N, {T ≤ n} ∈ Fn.

2. On appelle temps d'arrêt pour un processus (Xn)n∈N une v.a. T à valeurs dans
N ∪ {+∞} telle que pour tout n ∈ N, {T ≤ n} ∈ FXn = σ (X0, . . . , Xn ).

Intuitivement, cela signi�e que pour tout instant n, il est possible d'a�rmer ou
de réfuter l'a�rmation T ≤ n en ayant à sa disposition uniquement l'information
donnée par la tribu Fn (ou par la connaissance de X0, . . . , Xn).

Exemple fondamental : temps d'atteinte d'un ensemble borélien A. Le temps

T = min {n ∈ N, Xn ∈ A}

est un temps d'arrêt pour le processus (Xn)n∈N. En e�et, pour tout entier n ∈ N,

{T ≤ n} = {∃k ≤ n, Xk ∈ A} =

n⋃
k=1

{Xk ∈ A} ∈ FXn .

Par exemple, le temps d'atteinte d'un point a ∈ Z pour la marche simple (Sn)n∈N :
T = min {n ∈ N, Sn = a}.

Attention, si tous les temps d'atteinte sont des temps d'arrêt, les deux notions ne

sont pas identiques et il existe des temps d'arrêt qui ne sont pas des temps d'atteinte,

par exemple T̃ = min {n ∈ N, Xn = 2Xn−1 }. De plus, de nombreuses variables à valeurs

entières bien que construites à partir de la suite (Xn)n∈N ne sont pas des temps d'arrêt par
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rapport à la �ltration naturelle : par exemple, la variable T̂ = min {n ∈ N, Xn = 2Xn+1 }
car elle dépend du �futur� du processus.

Remarque : les constantes déterministes sont toujours des temps d'arrêt quelle que
soit la �ltration considérée. (cf exercice feuille de TD 3)

Proposition 4.1.10. Soit (Fn)n∈N une �ltration et T une v.a. à valeurs dans N ∪
{∞}. Les trois propositions suivantes sont équivalentes :

(1) T est un t.a. par rapport à la �ltration (Fn)n∈N (i.e. ∀n ∈ N, {T ≤ n} ∈ Fn)

(2) ∀n ∈ N, {T = n} ∈ Fn

(3) ∀n ∈ N, {T > n} ∈ Fn
Démonstration. Cf Feuille de TD 3. �

Proposition 4.1.11. Soit T un temps d'arrêt par rapport à une �ltration (Fn)n∈N.
On appelle tribu antérieure à T l'ensemble des événements A ∈ F tels que :

A ∩ {T ≤ n} ∈ Fn .

On note cet ensemble FT .

Démonstration. Il su�t de véri�er les di�érents points de la notion de tribu.

• En prenant A = ∅, il est immédiat que ∅ ∈ FT
• Soit A ∈ FT . Alors, pour tout n ∈ N, A ∩ {T ≤ n} ∈ Fn et donc

A ∩ {T ≤ n} = A ∪ {T > n} = A ∩ {T ≤ n} ∪ {T > n} ∈ Fn

et donc A ∈ FT
• Soit (Ak)k∈N une suite d'éléments de FT . Alors pour tout n ∈ N,

{T ≤ n} ∩
⋃
k∈N

Ak =
⋃
k∈N
{T ≤ n} ∩Ak ∈ Fn

D'où le résultat.

�

Remarque :

• Le temps d'arrêt T est FT -mesurable.

• Intuitivement, la tribu FXT représente l'ensemble de l'information disponible
lorsqu'on connaît X0, X1, . . . , XT .

Proposition 4.1.12. Soit S et T deux temps d'arrêt par rapport à une même �l-
tration (Fn)n∈N. Si S ≤ T alors FS ⊂ FT .

Démonstration. Soit A ∈ FS . Alors, comme S ≤ T ,

A ∩ {T ≤ n} = A ∩ {S ≤ n} ∩ {T ≤ n} ∈ Fn.

�
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4.2 Espérance conditionnelle

Nous venons de voir que l'information à disposition pouvait être encodée dans
la notion de sous-tribus. Nous étudions maintenant comment utiliser ce fait pour
estimer des probabilités ou plus généralement des moments de variables aléatoires en
prenant en compte cette information. Vous connaissez déjà la notion de probabilité
conditionnellement à un événement de probabilité non nulle : PB (A) = P(A|B ) :=
P(A∩B )
P(B )

pour un événement B tel que P(B ) 6= 0. Ainsi si on prend l'exemple de la
marche simple avec p = 2/3 :

P(S2 = 2) = 4/9, P(S2 = 0) = 2/9 + 2/9 = 4/9, P(S2 = −2) = 1/9

P(S2 = 2|S1 = −1) = 0, P(S2 = 0|S1 = −1) = 2/3, P(S2 = −2|S1 = −1) = 1/3

On voit bien que le conditionnement in�ue sur la valeur de la variable S2. Mal-
heureusement, le problème avec cette notion est qu'elle est �xée à un événement B
donné et non à une tribu. Ainsi, si on veut utiliser l'information liée à une variable
Y , il faudra étudier les lois selon toutes les valeurs possibles de Y . C'est possible si Y
prend un nombre dénombrable de valeurs, mais pas si Y est une v.a. continue. On va
donc créer un nouvel outil, appelé espérance conditionnelle qui va à la fois englober
le cas classique des probabilités condtionnelles et en même temps être applicable
avec n'importe quelle information pourvue qu'elle soit représentée par une tribu.

Théorème 4.2.1 (Kolmogorov, 1933). Soit X ∈ L1 une v.a. intégrable et B une
sous-tribu de F . Alors il existe une v.a. aléatoire Y ∈ L1 (Ω,B,P) (i.e. Y est B-
mesurable et E [ |Y | ] <∞) qui véri�e

∀A ∈ B, E [1AX ] = E [1AY ] .

Cette variable est unique P-p.s, on la note E [X|B ].

Démonstration. Cf DM 2 �

Attention, malgré son nom, l'espérance conditionnelle est une variable aléa-
toire ! Intuitivement, il s'agit de la valeur moyenne de X lorsqu'on connaît toute
l'information contenue dans B. Dans le cas où B = σ(Z1, . . . , Zn), on note aussi
E [X|B ] = E [X|Z1, . . . , Zn ].

Remarque : Si la variable X ∈ L2, l'espérance conditionnelle E [X|B ] est la meilleure
approximation, au sens L2 de X qui est B-mesurable. Ainsi E [X|Y ] est la v.a. h(Y )
telle que la fonction h minimise

E
[
(X − h(Y ))2 ] .

Proposition 4.2.2 (Calcul pratique de l'espérance conditionnelle).

• Si Z est une v.a. discrète alors pour toute v.a. X ∈ L1,

E [X|Z ] =
∑

z∈Z(Ω)

E [X|Z = z ]1{ z }(Z) =
∑

z∈Z(Ω)

E [X1Z=z ]

P(Z = z )
1Z=z .

Cette formule se généralise à n v.a. discrètes Z1, Z2, . . . , Zn :

E [X|Z1, . . . , Zn ] =
∑

z1∈Z1(Ω)

· · ·
∑

zn∈Zn(Ω)

E [X|Z1 = z1, . . . , Zn = zn ]1Z1=z1,...,Zn=zn
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• Si (X,Z) admet une densité jointe pX,Z alors pour toute fonction (borélienne)
h : R→ R tq h(X) ∈ L1,

E [h(X)|Z ] =

∫
R
h(x)

pX,Z(x, Z)

pZ(Z)
dx P-p.s.

Remarquons que P(pZ(Z) > 0) = 1 et qu'il n'y a donc pas de problème d'exis-
tence dans la formule précédente.

Démonstration. Il su�t de véri�er que les constructions proposées satisfont les points du
théorème dé�nissant l'espérance conditionnelle. Véri�ons-le pour le second point, l'autre est
laissé en exercice. Posons

φ(Z) =

∫
R
h(x)

pX,Z(x, Z)

pZ(Z)
dx.

La v.a. φ(Z) est σ(Z)-mesurable. Montrons que φ(Z) ∈ L1 :

E[ |φ(Z)| ] =

∫
R

∣∣∣∣∫
R
h(x)

pX,Z(x, z)

pZ(z)
dx

∣∣∣∣ pZ(z) dz

≤
∫
R

∫
R
|h(x)|pX,Z(x, z) dxdz

= E[ |h(X)| ] <∞.

Ainsi, φ(Z) ∈ L1 et pour tout {Z ∈ A} ∈ σ(Z),

E[1Z∈Aφ(Z) ] =

∫
R
1z∈A

(∫
R
h(x)

pX,Z(x, z)

pZ(z)
dx

)
pZ(z) dz

=

∫
R

∫
R
h(x)1z∈ApX,Z(x, z) dx dz

= E[1Z∈Ah(X) ] .

La variable φ(Z) véri�e bien tous les points de la dé�nition de E[h(X)|Z ]. Par unicité, ces
deux v.a. sont donc égales p.s. �

La formule de l'espérance condionnelle d'une v.a. X par rapport à une tribu
engendrée par une variable discrète Z montre bien que, dans ce cas, E [X|Z ] encode
la même information que l'ensemble des probabilités conditionnelles

{P( ·|Z = a) , a tel que P(Z = a) > 0} .

En e�et, l'espérance conditionnelle est alors une v.a. discrète qui est égale à l'espé-
rance de X sous la probabilité P( ·|Z = a) lorsque l'événement {Z = a} est réalisé.

La formule dans le cas où l'on conditionne par rapport à une tribu engendrée
par une variable continue peut être retenue en remarquant qu'il s'agit de l'analogue
du cas discret en remplaçant les probabilités par des densités et la somme par une
intégrale.

Exemples :

• Soient X et Y deux v.a.r indépendantes de loi U({1, . . . , 6}). On pose Z =
max(X, Y ). Alors

E [X | Z ] =
6∑

n=1

E [X | Z = n ]1Z=n
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On véri�e facilement que, pour tout n ∈ {1, . . . , 6}, P(Z = n) = 2n−1
36

et que

P(X = k|Z = n) =

{
1

2n−1
si k < n

n
2n−1

si k = n

On voit alors que

E [X | Z ] =
6∑

n=1

n(3n− 1)

2(2n− 1)
1Z=n =

Z(3Z − 1)

2(2Z − 1)
.

• Soit (X, Y ) un couple de variables aléatoires de densité

f(X,Y ) : (x, y)→ 1

2
√

2π
e−(x−√y)2/21[0;2](y).

On véri�e facilement que Y a pour densité fY : y → 1[0;2](y)/2 et ainsi

E [X | Y ] =

∫
R
x

1
2
√

2π
e−(x−

√
Y )2/21[0;2](Y )

1[0;2](Y )/2
dx.

Comme la v.a. Y est p.s. à valeurs dans [0; 2], 1[0;2](Y ) = 1 p.s. et

E [X | Y ] =

∫
R
x

1√
2π
e−(x−

√
Y )2/2 dx =

√
Y .

Propriétés de l'espérance conditionnelle

On �xe ici une sous tribu B et toutes les v.a. considérées sont supposées être
dé�nies sur le même espace.
L'idée générale derrière toutes les propriétés qui suivent est de penser l'espérance
conditionnellement à B comme une espérance où tout ce qui B-mesurable est traité
comme une constante. Ces di�érentes propriétés se démontrent (plus ou moins aisé-
ment !) en utilisant la caractérisation de l'espérance conditionnelle présentée dans le
théorème 4.2.1.

(1) Linéarité : E [αX + βY |B ] = αE [X|B ] + βE [Y |B ] P-p.s.

(2) Positivité : si X ≥ 0 P-p.s., alors E [X|B ] ≥ 0 P-p.s. et donc si X ≥ Y P-p.s.,
alors E [X|B ] ≥ E [Y |B ] p.s.

(3) Théorème de convergence dominée conditionnel : Soit (Xn)n∈N une suite de
v.a. Si il existe Y ∈ L1 tel que

• ∀n ∈ N, |Xn| ≤ Y P-p.s.
• (Xn)n∈N converge P-p.s. vers une v.a. X.

alors X ∈ L1 et E [Xn|B ] converge vers E [X|B ] P-p.s.

35



(4) Inégalité de Jensen conditionnelle : Soit X ∈ L1. Si φ est une fonction convexe
telle que E [ |φ(X)| ] <∞ alors

φ (E [X|B ] ) ≤ E [φ(X)|B ] .

En particulier, ∣∣E [X|B ]
∣∣ ≤ E [ |X| |B ] .

Il existe également un équivalent �conditionnel� pour le théorème de convergence
monotone et le lemme de Fatou, et nous renvoyons le lecteur intéressé par un énoncé
précis au livre d'Ouvrard, Probabilités 2.

Voici ensuite les propriétés plus spéci�ques à l'espérance conditionnelle.

(5) Si X est B-mesurable, E [X|B ] = X

(6) E [E [X|B ] ] = E [X ]

(7) Si X ∈ Lp pour un p ≥ 1, alors E [X|B ] ∈ Lp également.

(8) Si A ⊂ B deux sous-tribus,

E [E [X|A ] |B ] = E [E [X|B ] |A ] = E [X|A ] .

(9) Pour toute v.a. Z B-mesurable et pour toute v.a. X ∈ L1 telles que XZ ∈ L1,
alors

E [XZ|B ] = ZE [X|B ] .

(10) Si X est indépendante de B, E [X|B ] = E [X ].

(11) Soit X une v.a. indépendante de B et Y une v.a. B-mesurable. Pour toute
fonction f : R× R→ R telle que f(X, Y ) ∈ L1, on a

E [f(X, Y )|B ] =

∫
R
f(x, Y )PX(dx) .

Démonstration. On montre simplement quelques propriétés, on renvoie le lecteur intéressé
aux références du cours pour la démonstration des autres.

(1) Il su�t de véri�er que la variable Z = αE[X|B ] + βE[Y |B ] véri�e les axiomes de
l'espérance conditionnelle E[αX + βY |B ]. Par dé�nition, Z est B-mesurable et L1.
De plus, pour tout A ∈ B, par linéarité de l'espérance classique,

E[1AZ ] = αE[1AE[X|B ] ] + βE[1AE[Y |B ] ]

= αE[1AX ] + βE[1AY ] = E[1A(αX + βY ) ] .

La v.a. E[αX + βY |B ] étant l'unique (p.s.) v.a. de L1(Ω,B,P) véri�ant l'égalité ci-
dessus, on a bien :

E[αX + βY |B ] = αE[X|B ] + βE[Y |B ] p.s.
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(2) Supposons X ≥ 0 p.s. L'espérance

E
[
E[X|B ]1E[X|B ]<0

]
est négative en tant qu'espérance d'une v.a. négative. Or, par dé�nition de l'espérance
conditionnelle, l'événement {E[X|B ] < 0} est dans B et donc

E
[
E[X|B ]1E[X|B ]<0

]
= E

[
X1E[X|B ]<0

]
≥ 0.

Ainsi cet espérance est nulle. La v.a. E[X|B ]1E[X|B ]<0 étant négative ou nulle et
d'espérance nulle, elle est donc nulle p.s. et donc p.s. E[X|B ] ≥ 0.

En appliquant ce résultat à la v.a. X − Y , on obtient la seconde partie du résultat.

(3) Nous allons montrer que

lim sup
n

E[Xn|B ] ≤ E[X|B ] p.s. (1)

Un raisonnement analogue permet d'obtenir la minoration lim infn E[Xn|B ] ≥ E[X|B ]
p.s. qui implique le résultat voulu.

Soit ε > 0. On considère l'événement

Aε =

{
lim sup

n
E[Xn|B ] ≥ E[X|B ] + ε

}
et montre que P(Aε ) = 0. En passant à la limite, on obtient (1). Par dé�nition de Aε,
la minoration suivante est véri�ée :

E
[(

lim sup
n

E[Xn|B ]− E[X|B ]
)
1Aε

]
≥ εP(Aε ) . (2)

D'autre part, considérons la suite de v.a. Zn = supk≥n E[Xk|B ]1Aε . Les v.a. Xk étant
uniformément bornée par la v.a. Y , les Zn sont également bornées par E[Y |B ] ∈ L1

d'après le point (2) :
∀n ∈ N, |Zn| ≤ E[Y |B ] .

De plus, les v.a. Zn sont p.s. décroissantes et convergent donc p.s. vers la v.a.

Z∞ = lim
n

sup
k≥n

E[Xk|B ]1Aε = lim sup
n

E[Xn|B ]1Aε .

Le théorème de convergence dominée classique nous donne donc l'égalité suivante :

E
[

lim sup
n

E[Xn|B ]1Aε

]
= lim
n→∞

E[Zn ] .

De plus, pour tout ` ≤ n ∈ N, X` ≤ supk≥nXk, donc

Zn = sup
k≥n

E[Xk|B ]1Aε ≤ E
[

sup
k≥n

Xk|B
]
1Aε .

L'événement Aε appartenant à B, la dé�nition de l'espérance conditionnelle nous
montre que :

E[Zn ] =≤ E
[
E
[

sup
k≥n

Xk|B
]
1Aε

]
= E

[
sup
k≥n

Xk1Aε

]
.

Ainsi,

E
[

lim sup
n

E[Xn|B ]1Aε

]
= lim
n→∞

E[Zn ] ≤ lim
n→∞

E
[

sup
k≥n

Xk1Aε

]
= E[X1Aε ] = E[E[X|B ]1Aε ] ,
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la dernière ligne étant obtenue par une nouvelle application du TCD puis de la dé�ni-
tion de l'espérance conditionnelle. On a donc

E
[(

lim sup
n

E[Xn|B ]− E[X|B ]
)
1Aε

]
≤ 0

ce qui, avec (2), montre bien que P(Aε ) = 0.

(4) Admis. Cf Proposition 11.28 de Probabilités 2, Ouvrard

(5) La v.a. X est bien B-mesurable, L1 et véri�e naturellement l'égalité : E[1AX ] =
E[1AX ] pour tout A ∈ B. Donc X = E[X|B ].

(6) Il su�t de prendre A = Ω dans l'égalité caractérisant l'espérance conditionnelle du
théorème 4.2.1.

(7) Il su�t d'appliquer l'inégalité de Jensen conditionnelle avec la fonction convexe x →
|x|p.

(8) Montrons que pour A ⊂ B deux sous-tribus,

E[E[X|B ] |A ] = E[X|B ] ,

l'autre égalité est une conséquence directe de (5). La v.a. E[E[X|B ] |A ] estA-mesurable
et L1 par dé�nition. De plus, pour tout A ∈ A,

E[1AE[E[X|B ] |A ] ] = E[1AE[X|B ] ] .

Et comme A ∈ A ⊂ B, encore une fois par dé�nition de l'espérance conditionnelle,

E[1AE[X|B ] ] = E[1AX ] ,

ce qui montre l'égalité recherchée.

(9) On suit le schéma classique en théorie de l'intégration : on montre d'abord le résultat
pour Z une indicatrice, puis pour une fonction étagée puis pour une v.a. positive, en
utilisant le fait que toute v.a. positive est limite simple croissante de fonctions étagées,
puis pour une v.a. quelconque.

(10) La v.a. (qui est en fait constante !) E[X ] est bien L1 et B-mesurable. De plus, pour
tout A ∈ B par indépendance,

E[E[X ]1A ] = E[X ]E[1A ] = E[X1A ] ,

ce qui montre le résultat recherché.

La propriété (11) est proposée à la démonstration en exercice de la feuille de TD 3.
�
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5 Chaînes de Markov

Intuitivement, il s'agit de processus aléatoires dont le comportement futur ne
dépend que de l'état présent et non du chemin employé par le processus pour y
arriver. L'ensemble des valeurs possibles, noté ici E, est appelé l'espace des états de
la chaîne de Markov. On ne considérera, dans tout ce chapitre, que des chaînes de
Markov prenant un nombre �ni ou in�ni dénombrable de valeurs (i.e. l'ensemble E
est �ni ou in�ni dénombrable).

5.1 Dé�nition et premières propriétés

On introduit ici les chaînes de Markov par une dé�nition �élémentaire� qui n'est
valable que dans les cas �ni ou dénombrable. On verra par la suite qu'il existe
une dé�nition équivalente à partir de la notion d'espérance conditionnelle. Cette
seconde dé�nition fait intervenir des outils probabilistes plus avancés mais a, entre
autre intérêt, l'avantage de pouvoir naturellement s'étendre au cas continu en temps
et en espace.

Dé�nition 5.1.1. Une matrice de transition (ou matrice stochastique) est une
application P : E × E → [0, 1] telle que

∀x ∈ E,
∑
y∈E

P (x, y) = 1 .

Remarques :

• Pour tout x ∈ E, P (x, ·) est un germe de probabilité sur E.

• Attention à la terminologie qui peut être trompeuse : si E est in�ni, la somme
précédente est une série et P n'est pas une �vraie� matrice !

Exemple :

E = {1, 2, 3} et P =

0.2 0.4 0.4
0.5 0 0.5
0.3 0.7 0

 .

Dé�nition 5.1.2. Un processus stochastique (Xn)n∈N à valeurs dans E est une
chaîne de Markov (homogène) de matrice de transition P si pour tout n ∈ N et pour
tout (x0, . . . , xn+1) ∈ En+2 tels que P(Xn = xn, . . . , X0 = x0 ) > 0 :

P(Xn+1 = xn+1|Xn = xn, . . . , X0 = x0 ) = P(Xn+1 = xn+1|Xn = xn )

= P (xn, xn+1) .

Remarques :
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• On peut considérer des chaînes de Markov non homogènes :

P(Xn+1 = xn+1|Xn = xn, . . . , X0 = x0 ) = Pn(xn, xn+1) .

i.e. la matrice de transition change à chaque instant n. Sans précision contraire,
toutes les chaînes de Markov considérées dans ce cours et les TDs associés
seront des chaînes de Markov homogènes.

• On appelle X0 l'état initial de la chaîne de Markov. Attention, il s'agit a priori
d'une variable aléatoire.

Notation : Pour une chaîne de Markov (Xn)n∈N,

• on note Px et Ex pour indiquer que la v.a. X0 est presque sûrement constante
égale à la valeur x.

• Si µ est une loi de probabilité sur E, on note Pµ et Eµ pour indiquer que la loi
de X0 est µ. La loi µ est alors appelée loi initiale de la chaîne de Markov.

Théorème 5.1.3. La matrice de transition et la loi initiale caractérisent la loi de
la chaîne de Markov :

1. Équations de Chapman-Kolmogorov : Pour une chaîne de Markov (Xn)n∈N de
transition P et de loi initiale µ, on a, pour tout n ∈ N, pour tout (x0, . . . , xn) ∈
En+1,

Pµ (X0 = x0, X1 = x1, . . . , Xn = xn ) = µ({x0})P (x0, x1) . . . P (xn−1, xn) .

Inversement, cette égalité caractérise la loi de la chaîne de Markov.

2. Soit P une matrice de transition et µ une loi sur E. Alors il existe un processus
(Xn)n∈N à valeurs dans E qui est une chaîne de Markov de loi initiale µ et de
transition P .

Démonstration. La démonstration de ce théorème utilise le théorème d'extension de Kol-
mogorov qui n'est pas un attendu de ce cours, mais dont nous présentons ici une version
pour le lecteur intéressé (une démonstration du théorème d'extension peut être trouvé dans
Probability et Measure de Billingsley).

Théorème 5.1.4 (Théorème d'extension de Kolmogorov). Soit une suite (Pn)n∈N de mesure

de probabilités telle que, pour tout n ∈ N,

1. Pn est une mesure de probabilités sur (Rn,B(Rn))

2. pour tout borélien An ∈ B(Rn), on ait Pn+1(An × R) = Pn(An).

Alors il existe une unique mesure de probabilités P sur (RN,B(R)N) telle que pour tout n ∈ N,

∀An ∈ B(Rn), P (An × RN) = Pn(An) .

On peut alors utiliser ce théorème pour démontrer le résultat d'existence et d'unicité
des chaînes de Markov.
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1. Par récurrence sur n ∈ N, à partir de la dé�nition. Le cas n = 0 est évident par
la dé�nition de Pµ. Supposons alors les équations de Chapman-Kolmogorov véri�ées
pour un n ∈ N quels que soient (x0, . . . , xn) ∈ En+1. Alors, pour tout (x0, . . . , xn+1) ∈
En+2, soit Pµ (X0 = x0, X1 = x1, . . . , Xn+1 = xn ) = 0 et le résultat est évident, soit
cette probabilité est strictement positive et par hypothèse de récurrence et dé�nition
d'une chaîne de Markov,

Pµ (X0 = x0, X1 = x1, . . . , Xn+1 = xn+1 )

=Pµ (X0 = x0, X1 = x1, . . . , Xn = xn )Pµ (Xn+1 = xn+1 | X0 = x0, X1 = x1, . . . , Xn = xn )

=
(
µ({x0 })P (x0, x1) . . . P (xn−1, xn)

)
P (xn, xn+1)

Ce qui montre que les équations de Chapman-Kolmogorov sont toujours véri�ées pour
n + 1. Le résultat est donc vrai pour tout n ∈ N d'après le principe de récurrence.
Ces équations caractérisent la loi de la chaîne de Markov car elles caractérisent la loi
des n premiers termes pour n ∈ N quelconque et il y a unicité d'après le théorème
d'extension de Kolmogorov. En e�et, soit P et P̃ les lois respectives, sur (RN,B(R)N),

de deux chaînes de Markov (Xn)n∈N et
(
X̃n

)
n∈N

satisfaisant la même équation de

Chapman-Kolmogorov, i.e. ayant même probabilités de transition et même loi initiale.

Cela signi�e que les lois des n premières marginales de (Xn)n∈N et de
(
X̃n

)
n∈N

sont les

mêmes et donc d'après le théorème d'extension de Kolmogorov, les lois des processus
également.

2. Posons pour tout n ∈ N,

∀(x0, . . . , xn), Pn(x0, . . . , xn) = µ({x0 })P (x0, x1) . . . P (xn−1, xn) .

Chaque Pn induit une mesure de probabilités sur (Rn,B(Rn)) véri�ant, pour tout
borélien An ∈ B(Rn), Pn+1(An × R) = Pn(An). Grâce au théorème d'extension de
Kolmogorov, on sait qu'il existe une loi P sur les suites à valeurs réelles dont les
marginales sont données par les Pn. Cela montre bien l'existence de la chaîne de
Markov en considérant le processus canonique sur l'espace (RN,B(R)N, P ).

�

Ainsi, si deux chaînes de Markov (Xn)n∈N et
(
X̃n

)
n∈N

ont même loi initiale µ et

même matrice de transition P , alors pour tout n ∈ N,

∀(x0, . . . , xn) ∈ En+1, P(X0 = x0, . . . , Xn = xn ) = P
(
X̃0 = x0, . . . , X̃n = xn

)
.

Exemples :

1. Représentation d'une chaîne de Markov sous forme de graphe : Considérons la chaîne
de Markov dé�nie par la matrice

P =

0.2 0.4 0.4
0.5 0 0.5
0.3 0.7 0

 .

On peut la représenter par le graphe suivant où les noeuds représentent les di�érents
états de la chaîne et les �èches les transitions possibles.

2. On appelle marche aléatoire simple sur Z issue de x ∈ Z, une chaîne de Markov
(Xn)n∈N ayant pour état initial X0 = x et pour transitions, pour un p ∈]0, 1[ �xé,

P (i, j) =


p si j = i+ 1

1− p si j = i− 1
0 si |i− j| 6= 1

.

41



1

2 3

0.4 0.4

0.5

0.5

0.3

0.7

0.2

Comment montrer qu'un processus est une chaîne de Markov ?

Soit on revient à la dé�nition, soit on utilise le théorème ci-dessous qui est souvent
plus pratique.

Théorème 5.1.5. Soit (Xn)n∈N un processus à valeurs dans E et (Un)n∈N∗ une suite
de v.a.i.i.d. à valeurs dans un espace F (non nécessaire dénombrable). On suppose
de plus que la suite (Un)n∈N est indépendante de X0 et qu'il existe une fonction
f : E × F → E (mesurable) telle que

∀n ∈ N, Xn+1 = f(Xn, Un+1) .

Alors le processus (Xn)n∈N est une chaîne de Markov.

Démonstration. On véri�e que le processus construit satisfait bien la dé�nition de Chaîne
de Markov. �

Exemple : Soit (Un)n∈N∗ une suite de v.a.i.i.d. telles que, pour un certain p ∈]0, 1[, pour
tout n ∈ N, P(Un = 1) = p et P(Un = −1) = 1 − p. On considère alors le processus
(Xn)n∈N dé�ni par

X0 = x pour un x ∈ Z �xé,

∀n ∈ N, Xn+1 = Xn + Un+1.

Le théorème précédent nous dit que (Xn)n∈N est une chaîne de Markov. On voit de plus

qu'il s'agit d'une marche aléatoire simple sur Z issue de x.

5.2 Représentation matricielle

Comme l'ensemble E est �ni ou dénombrable, on a vu que les probabilités de
transition pouvaient être représentées par des "matrices" (ayant potentiellement une
in�nité de lignes et de colonnes). On peut également identi�er une loi de probabilité
µ sur E à un "vecteur" ligne (µx)x∈E des poids de probabilité (potentiellement in�ni)
et une fonction f : E → R à un vecteur colonne (fx)x∈E. Ainsi, si une v.a. X suit la
loi µ sur E, on peut écrire matriciellement l'espérance de X.

E [f(X) ] =

∫
E

f(x)µ(dx) =
∑
x∈E

f(x)µ(x) =
∑
x∈E

µxfx = µ · f .

On peut de plus généraliser le produit matriciel classique à ces matrices stochas-
tiques in�nies :

42



Dé�nition 5.2.1. La matrice produit de deux matrices stochastiques est l'applica-
tion PQ : E × E → [0,∞] dé�nie par :

∀x, y ∈ E, PQ(x, y) :=
∑
z∈E

P (x, z)Q(z, y) .

Proposition 5.2.2. Le produit de deux matrices stochastiques est encore une ma-
trice stochastique.

Démonstration. On a bien :

∀x, y ∈ E, 0 ≤ PQ(x, y) ≤
∑
z∈E

P (x, z) = 1 <∞

et, de plus,

∀x ∈ E,
∑
y∈E

PQ(x, y) =
∑
y∈E

∑
z∈E

P (x, z)Q(z, y) =
∑
z∈E

P (x, z)
∑
y∈E

Q(z, y) =
∑
z∈E

P (x, z) = 1 .

�

On peut alors dé�nir récursivement P n :

P 0 = Id et ∀n ∈ N, P n+1 = PP n .

Ce produit a un sens probabiliste :

P(X2 = y|X0 = x) =
∑
z∈E

P(X2 = y|X0 = x,X1 = z )P(X1 = z|X0 = x)

=
∑
z∈E

P(X2 = y|X1 = z )P(X1 = z|X0 = x)

=
∑
z∈E

P (z, y)P (x, z) = P 2(x, y) .

Plus généralement,

Proposition 5.2.3. Pour tout n ∈ N, P(Xn = y|X0 = x) = P n(x, y) .
Démonstration. On itére la formule précédente par récurrence. �

On peut ainsi ramener les calculs de probabilités sur la chaîne de Markov à des
problèmes d'algèbre linéaire et utiliser les résultats classiques, dans le cas où l'espace
d'état E est �ni :

Proposition 5.2.4. Soit f : E → R bornée, (Xn)n∈N une chaîne de Markov de
matrice de transition P et µ une loi de probabilité sur E. Alors pour tout n ∈ N,
x ∈ E ;

1. Pµ (Xn = x) = (µP n )x

2. Ex [f(Xn) ] = (P nf )x

3. Eµ [f(Xn) ] = µP nf

Démonstration. Exercice �

Exemple : On considère la matrice de transition P =

(
0.5 0.5
0 1

)
sur l'espace d'état

E = {A,B }. On montre par récurrence que pour tout n ∈ N, Pn =

(
2−n 1− 2−n

0 1

)
.

Ainsi, pour tout n ∈ N, PA (Xn = A) = Pn11 = 2−n.
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5.3 Propriétés de Markov

Théorème 5.3.1 (Propriété de Markov simple vue du point de vue de l'espérance
conditionnelle). Un processus stochastique (Xn)n∈N est une chaîne de Markov ssi
pour toute fonction f : E → R mesurable, bornée (ou plus généralement telle que
l'espérance conditionnelle est bien dé�nie), on a pour tout n ≥ 0 et toute loi initiale
µ :

Eµ
[
f(Xn+1)|FXn

]
= Eµ [f(Xn+1)|Xn ] = (Pf)(Xn) = EXn

[
f(X̃1)

]
(3)

où
(
X̃n

)
n∈N

est une chaîne de Markov de même matrice de transition que (Xn)n∈N

mais partant de X̃0 = Xn.

Démonstration. Si (Xn)n∈N est une chaîne de Markov,

Eµ
[
f(Xn+1)|FXn

]
=

∑
x0,...,xn∈En

P(X0=x0,...,Xn=xn )>0

Eµ [f(Xn+1)|X0 = x0, . . . , Xn = xn ]1X0=x0,...,Xn=xn

=
∑

x0,...,xn∈En
P(X0=x0,...,Xn=xn )>0

Eµ [f(Xn+1)|Xn = xn ]1X0=x0,...,Xn=xn

=
∑
xn∈E

P(Xn=xn )>0

Eµ [f(Xn+1)|Xn = xn ]1Xn=xn = Eµ [f(Xn+1)|Xn ]

De plus, pour tout x ∈ E,

Eµ [f(Xn+1)|Xn = x ] =
∑
y∈E

f(y)p(x, y) = Pf(x).

Cela montre la première implication.
Inversement, supposons la relation (3) véri�ée et montrons qu'alors (Xn)n∈N est une

chaîne de Markov. On prend f(x) = 1x=xn+1 : comme {X0 = x0, . . . , Xn = xn } ∈ FXn , par
dé�nition de l'espérance conditionnelle,

Eµ
[
1X0=x0,...,Xn=xnEµ

[
f(Xn+1)|FXn

]]
= Eµ

[
1X0=x0,...,Xn=xn,Xn+1=xn+1

]
= Pµ (X0 = x0, . . . , Xn = xn, Xn+1 = xn+1 ) .

D'autre part, comme, par hypothèse,

Eµ
[
f(Xn+1)|FXn

]
= p(Xn, xn+1),

on obtient

Eµ
[
1X0=x0,...,Xn=xnEµ

[
f(Xn+1)|FXn

]]
= p(xn, xn+1)Pµ (X0 = x0, . . . , Xn = xn ) .

D'où le résultat lorsque Pµ (X0 = x0, . . . , Xn = xn ) > 0.
�

Théorème 5.3.2 (Propriété de Markov simple étendue). Soit (Xn)n∈N une chaîne
de Markov. Alors pour toute fonction g : EN → R mesurable, bornée (ou plus géné-
ralement telle que l'espérance conditionnelle soit bien dé�nie), on a pour tout n ≥ 0
et toute loi initiale µ :

Eµ
[
g
(

(Xn+k )k≥0

)
|FXn

]
= EXn

[
g
(

(Xk )k≥0

)]
=
∑
x∈E

Ex
[
g
(

(Xk )k≥0

)]
1Xn=x
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Démonstration. Récurrence avec propriété de Markov classique + argument de classe mo-
notone �

Exemple : On modélise une �le d'attente à un guichet de la manière suivante : à chaque
instant discret n, on a une proba 1/3 que 0 personne arrive, 1/3 que 1 personne arrive et
1/3 que 2 personnes arrivent ; le nombre de personnes arrivant à l'instant n est indépendant
des autres arrivées. De plus, si la �le n'est pas vide à l'instant n, la requête d'une personne
est traitée.

On peut donc représenter le nombre de personnes arrivant à chaque instant par une
suite de v.a.i.i.d. (Un)n∈N∗ de loi uniforme sur {0; 1; 2} et le nombre de personnes dans la
�le d'attente par un processus (Xn)n∈N véri�ant

∀n ∈ N, Xn+1 = (Xn − 1)1Xn>0 + Un+1.

Le processus (Xn)n∈N est donc une chaîne de Markov sur N de transitions :

∀(x, y) ∈ N2, p(x, y) =


1/3 si x 6= 0 et y ∈ {x− 1, x, x+ 1}
0 si x 6= 0 et y /∈ {x− 1, x, x+ 1}

1/3 si x = 0 et y ∈ {0, 1, 2}
0 si x = 0 et y /∈ {0, 1, 2}

On peut se demander alors quelle est la probabilité que la �le se vide lorsqu'il y a initiale-
ment X0 = x ∈ N personnes dans la �le, i.e. que vaut ux := Px (∃n ∈ N, Xn = 0) ?

Il est évident que u0 = 1 et pour tout x ∈ N∗, comme X0 = x 6= 0,

ux = Ex
[
1∃n∈N, X1+n=0

]
= Ex

[
E
[
g ((X1+n)n∈N) |FX1

]]
où g((xn)n∈N) = 1∃n∈N, xn=0. D'après la propriété de Markov simple étendue, on a donc,

ux = Ex
[
EX1

[
g
(
(Xn)n∈N

)]]
=

1

3
Ex−1

[
g
(
(Xn)n∈N

)]
+

1

3
Ex
[
g
(
(Xn)n∈N

)]
+

1

3
Ex+1

[
g
(
(Xn)n∈N

)]
=

1

3
(ux−1 + ux + ux+1)

On voit donc que la suite (ux)x∈N est solution de l'équation récursive ux+1−2ux+ux−1 = 0

avec condition initiale u0 = 1. On a alors ∀x ∈ N, ux = 1. Ainsi, la �le d'attente se vide

presque sûrement quel que soit le nombre de personnes initialement présentes.

Théorème 5.3.3 (Propriété de Markov forte). Soit (Xn)n∈N une chaîne de Markov
et τ un temps d'arrêt par rapport à la �ltration

(
FXn
)
n∈N. Alors pour toute fonction

g : EN → R mesurable, bornée (ou plus généralement telle que l'espérance condition-
nelle est bien dé�nie), on a pour tout n ≥ 0 et toute loi initiale µ :

Eµ
[
1τ<∞g

(
(Xτ+k )k≥0

)
|FXτ

]
= 1τ<∞EXτ

[
g
(

(Xk )k≥0

)]
=
∑
x∈E

Ex
[
g
(

(Xk )k≥0

)]
1τ<∞, Xτ=x
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Démonstration. Soit A ∈ FXτ . Montrons que

Eµ
[
1A1τ<∞EXτ

[
g
(

(Xk )k≥0

)]]
= Eµ

[
1A1τ<∞g

(
(Xτ+k )k≥0

)]
.

On décompose selon les valeurs de τ et on utilise la propriété de Markov étendue :

Eµ
[
1A1τ<∞EXτ

[
g
(

(Xk )k≥0

)]]
=

∞∑
n=0

Eµ
[
1A∩{ τ=n}EXn

[
g
(

(Xk )k≥0

)]]
=

∞∑
n=0

Eµ
[
1A∩{ τ=n}Eµ

[
g
(

(Xn+k )k≥0

)
|FXn

]]
Or, par dé�nition de FXτ , A∩{τ = n} ∈ FXn , ainsi la dé�nition de l'espérance conditionnelle
nous montre que :

Eµ
[
1A1τ<∞EXτ

[
g
(

(Xk )k≥0

)]]
=

∞∑
n=0

Eµ
[
1A∩{ τ=n}g

(
(Xn+k )k≥0

)
|FXn

]
= Eµ

[
1A1τ<∞g

(
(Xτ+k )k≥0

)]
�

Application : Pour une chaîne de Markov (Xn)n∈N, on introduit, pour tout entier
k ∈ N∗, le ke retour en un point x ∈ E :

T 1
x = inf {n > 0, Xn = x}

∀k ∈ N∗, T k+1
x = inf

{
n > T kx , Xn = x

}
.

On a le résultat suivant décrivant la probabilité qu'il y ait au moins k retours en
x en fonction de la probailité d'un unique retour en ce point :

Proposition 5.3.4.

∀k ≥ 0, Px
(
T kx <∞

)
=
(
Px
(
T 1
x <∞

))k
Démonstration. Pour tout entier k,

Px
(
T k+1
x <∞

)
= Px

(
T k+1
x <∞, T kx <∞

)
= Ex

[
Ex
[
1Tkx<∞1Tk+1

x <∞|FTkx
]]

= Ex
[
Ex
[
1Tkx<∞1⋃∞

i=1

{
X
Tkx+i

=x
}|FTkx

]]
= Ex

[
1Tkx<∞EX

Tkx

[
1⋃∞

i=1{Xi=x}
]]

= Ex
[
1Tkx<∞Ex

[
1⋃∞

i=1{Xi=x}
]]

= Ex
[
1Tkx<∞

]
Ex
[
1T 1

x<∞
]

= Px
(
T kx <∞

)
Px
(
T 1
x <∞

)
.

Une récurrence permet alors de conclure. �

Ainsi, si la probabilité de revenir en un point est strictement plus petit que 1, la
probabilité d'y revenir une in�nité de fois, qui est plus petite que la probabilité d'y
revenir k fois pour tout k ∈ N, est nulle. Par contre, si la probabilité de retour en
un point vaut 1, le processus passera donc presque sûrement une in�nité de fois en
ce point.
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5.4 Classi�cation des états

On va voir dans cette partie que les di�érents états d'une chaîne de Markov se
classent en deux grandes catégories.

Dé�nition 5.4.1. Un état x ∈ E conduit à un état y ∈ E (on note x→ y) ssi une
des trois propriétés suivantes équivalentes est véri�ée :

1. x = y ou il existe n ≥ 0 et une suite (x0 = x, x2, . . . , xn = y) ∈ En+1 tels que

∀i ∈ {1, . . . , n} , P (xi−1, xi) > 0 .

2. ∃n ≥ 0, P n(x, y) > 0

3. Px (∃n ≥ 0, Xn = y ) > 0

Exercice : montrer que ces trois propriétés sont équivalentes.

Dé�nition 5.4.2. Deux états x, y ∈ E communiquent entre eux si x→ y et y → x.
On note x↔ y.

Proposition 5.4.3. La relation x ↔ y est une relation d'équivalence sur E, c'est-
à-dire qu'elle est :

• ré�exive : x↔ x

• symétrique : si x↔ y, alors y ↔ x.

• transitive : si si x↔ y et y ↔ z, alors x↔ z.

Démonstration. Exercice �

On peut donc considérer les classes de communication associées qui forment une
partition de l'espace E. La classe de communication de x ∈ E est l'ensemble des
états qui communiquent avec x : C(x) = {y ∈ E / x↔ y}.

Dé�nition 5.4.4.

1. Un ensemble A ⊂ E est fermé si il est impossible d'en sortir :

∀x ∈ A, x→ y ⇒ y ∈ A .

2. si {x} est fermé, on dit que x est absorbant.

3. si tous les états communiquent entre eux (i.e. il y a une unique classe de
communication), on dit que la chaîne est irréductible.

Exemple : Pour la chaîne de Markov représentée en �gure 3, les classes de communication
sont :

• C1 = {A,B }, classe fermée

• C2 = {C,D, F,G}, classe non fermée
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Figure 3 � Exemple de graphe d'une chaîne de Markov

• C3 = {E }, classe fermée, l'état E est absorbant.

Il existe en fait deux catégories de classes : les classes récurrentes desquelles la
chaîne ne peut pas sortir, une fois qu'elle y a pénétré et les classes transitoires que
la chaîne ne visitera au plus qu'un nombre �ni de fois P-p.s.

Commençons par dé�nir ces deux notions pour les états. On introduit d'abord
le nombre de passages en un point x :

Nx = # {n ∈ N, Xn = x} =
∑
n≥0

1Xn=x ∈ N.

On rappelle également la dé�nition du ke retour en un point x ∈ E :

T 1
x = inf {n > 0, Xn = x}

T k+1
x = inf

{
n > T kx , Xn = x

}
.

Ces variables sont liées par la relation suivante :

Proposition 5.4.5.

∀k ≥ 0, Px (Nx ≥ k + 1) = Px
(
T kx <∞

)
=
(
Px
(
T 1
x <∞

))k
Démonstration. La première égalité est évidente , la deuxième est le résultat de la propo-
sition 5.3.4. �

Ainsi, pour tout état x ∈ E,

• soit Px (T 1
x <∞) = 1 et Nx est Px-p.s. in�nie,

• soit Px (T 1
x <∞) = 0 et Nx = 1 Px-p.s.,

• soit Px (T 1
x <∞) ∈]0, 1[ et Nx suit sous Px une loi géométrique de paramètre

p = 1− Px
(
T 1
x <∞

)
= Px

(
T 1
x =∞

)
.

Cela justi�e la dé�nition-proposition suivante :

48



Dé�nition 5.4.6. Un état x ∈ E est :

• récurrent si une des conditions équivalentes suivantes est véri�ée :

Px
(
T 1
x <∞

)
= 1 ⇔ Px (Nx =∞) = 1 ⇔ Ex [Nx ] =

∞∑
n=0

P n(x, x) =∞ .

• transitoire si une des conditions équivalentes suivantes est véri�ée :

Px
(
T 1
x <∞

)
< 1 ⇔ Px (Nx =∞) = 0 ⇔ Ex [Nx ] =

∞∑
n=0

P n(x, x) <∞ .

Démonstration. On vient de voir les premières équivalences. Si Ex [Nx ] <∞, Px (Nx =∞ ) <
1 soit Px

(
T 1
x =∞

)
< 1.

Par ailleurs, Px
(
T 1
x <∞

)
< 1 implique que Nx est constant ou suit une loi géométrique

d'après le lemme précédent et donc Ex [Nx ] <∞, ce qui conclut la démonstration. �

Remarquons qu'au vu de la première caractérisation (ou de la dernière), tout état
est nécessairement soit transitoire, soit récurrent.

Théorème 5.4.7. Récurrence et transience sont des propriétés de classe : si x↔ y
alors :

• soit x et y sont tous les deux récurrents,

• soit x et y sont tous les deux transitoires.

Démonstration. Pour x 6= y ∈ E, Remarquons tout d'abord en utilisant la propriété de
Markov forte,

Ex [Ny ] = Ex
[
1T 1

y<∞Ny

]
= Px

(
T 1
y <∞

)
Ey [Ny ] ≤ Ey [Ny ] .

De plus, si x→ y, ∃n > 0, Pn(x, y) > 0, ainsi,

Ey [Ny ] ≥ Ex [Ny ] =

∞∑
k=0

P k(x, y)

≥
∞∑
k=n

P k(x, y) =

∞∑
k=0

Pn+k(x, y)

≥
∞∑
k=0

P k(x, x)Pn(x, y) = Pn(x, y)Ex [Nx ] .

Ainsi, en faisant le même raisonnement en inversant le rôle de x et y, on voit que Ey [Ny ] <∞
ssi Ex [Nx ] <∞. �

Théorème 5.4.8. Pour une chaîne de Markov sur un espace d'états E :

1. Toute classe non fermée est transitoire.

2. Toute classe fermée et �nie est récurrente.

3. Si x et y sont dans une même classe récurrente, Px
(
T 1
y <∞

)
= 1.
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Démonstration.

1. Si une classe C n'est pas fermée, alors il existe x ∈ C et y ∈ E \ C, x → y. De plus,
y 6→ x sinon y appartiendrait à la même classe que x. Ainsi

Px (Nx <∞ ) ≥ Px
(
T 1
y <∞

)
> 0

et l'état x et donc toute la classe de x est transitoire.

2. Soit x ∈ C une classe fermée et �nie. La chaîne, partant de x passe nécessairement une
in�nité de fois dans des états de C car elle ne peut sortir de cette classe :∑

y∈C
Ny =

∑
n∈N

1Xn∈C =∞, Px-p.s.

Comme cette classe C contient un nombre �ni d'états, il en existe au moins un par
lequel la chaîne passe une in�nité de fois :

∃y ∈ C, Ny =∞, Px-p.s.

Or, si x, et donc tous les états de C, sont transitoires, alors, en utilisant la propriété
de Markov forte avec T 1

y , on a

Px (∃y ∈ C, Ny =∞ ) = Px

⋃
y∈C
{Ny =∞}


≤
∑
y∈C

Px (Ny =∞ ) =
∑
y∈C

Px
(
T 1
y <∞

)
Py (Ny =∞ ) = 0.

3. Si x = y, cela est vrai par dé�nition de récurrence, sinon, comme x et y communiquent,
Px
(
T 1
y ≤ T 1

x

)
> 0. Ainsi, pour tout K ∈ N∗,

Px
(
T 1
y =∞

)
= Px (∀n ∈ N, Xn 6= y )

= Px
(
∀k ∈ N, ∀n ∈ [|T kx , T k+1

x [|, Xn 6= y
)

≤ Px
(
∀k ≤ K, ∀n ∈ [|T kx , T k+1

x [|, Xn 6= y
)

Or, d'après la propriété de Markov forte appliquée au temps d'arrêt TKx , p.s. �ni car
la CM (Xn)n∈N est récurrente, pour tout K ∈ N∗,

Px
(
∀k ≤ K, ∀n ∈ [|T kx , T k+1

x [|, Xn 6= y
)

=Px
(
∀n ∈ [|0, T 1

x [|, Xn 6= y
)
Px
(
∀k ≤ K − 1, ∀n ∈ [|T kx , T k+1

x [|, Xn 6= y
)

=Px
(
T 1
y > T 1

x

)
Px
(
∀k ≤ K − 1, ∀n ∈ [|T kx , T k+1

x [|, Xn 6= y
)

=Px
(
T 1
y > T 1

x

)K+1
(par récurrence).

Ainsi,

∀K ∈ N∗, Px
(
T 1
y =∞

)
≤ Px

(
T 1
y > T 1

x

)K+1

et, comme Px
(
T 1
y > T 1

x

)
< 1, on obtient bien Px

(
T 1
y =∞

)
= 0.

�

Exemples :

• Pour la chaîne de Markov représentée dans la �gure 4, il y a donc trois classes

� C1 = {A,B } fermée, �nie et donc récurrente

� C2 = {C,D, F,G} non fermée et donc transitoire
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Figure 4 � Exemple de graphe d'une chaîne de Markov

� C3 = {E } fermée, �nie et donc récurrente

• Marche simple sur Z : (Xn)n∈N telle que

∀n ∈ N,∀i ∈ Z, P0 (Xn+1 = i+ 1|Xn = i) = p et P0 (Xn+1 = i− 1|Xn = i) = 1−p.

La chaîne admet une unique classe de communication Z qui est donc fermée.
Néanmoins, cette classe n'étant pas �nie, on ne peut pas conclure qu'elle est
récurrente. Pour étudier la nature de cette classe, on utilise le dernier point de
la dé�nition 5.4.6 : l'état 0 est récurrent ssi E0 [N0 ] =

∑
n∈N P

n(0, 0) =∞. En
dénombrant le nombre de chemins issus de 0 et ramenant en 0 en n coups, on
voit que pour tout n ∈ N,

P 2n+1(0, 0) = 0 et P 2n(0, 0) =

(
2n

n

)
pn(1− p)n.

On peut alors utiliser la formule de Stirling pour obtenir un équivalent de
(

2n
n

)
.

Rappelons que cette formule donne un équivalent de n! :

n! ∼
(n
e

)n√
2πn.

Ainsi, (
2n

n

)
∼
(

2n

e

)2n√
2π2n ·

( e
n

)2n 1

2πn
=

4n√
πn

et donc

P 2n(0, 0) ∼ (4p(1− p))n√
πn

.

Si p 6= 1/2, 4p(1− p) < 1 et P 2n(0, 0) est le terme général d'une série conver-
gente et pour p = 1/2, P 2n(0, 0) ∼ (πn)−1/2 terme général d'une série di-
vergente. La marche aléatoire symétrique est donc récurrente et les marches
aléatoires non symétriques sont, quant à elles, transitoires.
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5.5 Probabilités stationnaires

Dé�nition et existence

Dé�nition 5.5.1. Soit (Xn)n∈N une chaîne de Markov sur un espace d'état E de
transition P . Une probabilité π est stationnaire ou invariante pour la chaîne (Xn)n∈N
si l'une des propriétés équivalentes suivantes est véri�ée :

1. pour tout A ⊂ E,
∀n ∈ N, Pπ (Xn ∈ A) = π(A)

2. π = πP i.e. πT est un vecteur propre de P T associé à la v.p. 1.

3. pour tout n ∈ N, π = πP n.

Remarque :

• Si on choisit la loi invariante π comme loi initiale de la chaîne de Markov, la
loi de Xn reste π quelque soit n.

• Il peut y avoir plusieurs probabilités invariantes ou aucune.

Exemples

• Une CM avec une unique probabilité invariante : Considérons la chaîne de
Markov associée à la matrice

P =

(
(1− a) a

b (1− b)

)
où a, b ∈]0, 1[. Une probabilité invariante de cette chaîne véri�e :

(π1, π2)

(
(1− a) a

b (1− b)

)
= (π1, π2) ⇔ aπ1 = bπ2

Comme de plus, π1 + π2 = 1, on a comme unique solution π = ( b
a+b

, a
a+b

).

• Une chaîne de Markov avec plusieurs probabilités invariantes :

P =


0 1/2 1/2 0
0 1 0 0
0 0 1/2 1/2
0 0 1/2 1/2

 .

• Une chaîne de Markov sans aucune probabilité invariante : Marche simple sur
Z aucune proba invariante quel que soit p ∈]0; 1[ ( voir TD).

Quand une chaîne de Markov admet-elle une probabilité invariante ?
La question naturelle est donc de trouver une condition su�sante (voire néces-

saire) pour avoir l'existence et l'unicité de la probabilité invariante.
Pour cela, on va introduire une nuance supplémentaire dans la classi�cation des

états.
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Dé�nition 5.5.2. Un état récurrent x ∈ E est dit récurrent positif si Ex [T 1
x ] <∞

et récurrent nul si Ex [T 1
x ] =∞.

Cela signi�e que non seulement, on revient Px-p.s. en temps �ni au point x mais
qu'en plus, ce temps est intégrable et donc a une faible probabilité de prendre de
très grandes valeurs.

Proposition 5.5.3.

1. Être récurrent positif est une propriété de classe de communication : si x↔ y,
alors x et y sont soit tous les deux récurrents positifs, soit aucun des deux ne
l'est.

2. Si la classe C d'un état récurrent x ∈ E est �nie, alors x est récurrent positif
(et donc tous les états de C également).

Démonstration. Admis. �

La notion de récurrence positive est directement liée à l'existence d'une proba-
bilité invariante.

Théorème 5.5.4. Soit (Xn)n∈N une chaîne de Markov irréductible sur E. Alors
(Xn)n∈N admet une probabilité invariante π ssi elle admet un état récurrent positif
(et donc tous les états sont récurrents positifs). Dans ce cas, π est unique et

∀x ∈ E, πx =
1

Ex [T 1
x ]

> 0 .

(De plus, ∀x, y ∈ E, Ex [Ny
x ] = πy

πx
où Ny

x =
∑T 1

x
n=0 1Xn=y.)

Démonstration. Admis. Cf DM3 MPA �

Théorèmes de convergence

Théorème 5.5.5 (Théorème ergodique ou Loi Forte des Grands Nombres pour
les Chaînes de Markov). Soit (Xn)n∈N une chaîne de Markov irréductible récurrente
positive de probabilité invariante π. Alors, quelle que soit la loi initiale µ,

∀f ∈ L1(π), Pµ

(
lim
n→∞

1

n

n∑
i=1

f(Xi) =
∑
x∈E

f(x)πx = E [f(X) ]

)

où X est une v.a. de loi π.

Démonstration. On démontre le résultat dans le cas où f est une fonction bornée.
Comme quelque soit la loi initiale µ et l'événement A,

Pµ (A ) =
∑
x∈E

µxPx (A ) ,

il su�t de montrer le résultat pour X0 constante. On se �xe donc x ∈ E et on travaille sous
Px. Pour k ∈ N∗, on note T ky le ke temps de retour en y :

T 1
y := inf{n ≥ 1, Xn = y} et T k+1

y := inf{n ≥ T kx + 1, Xn = y}.
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Remarquons tout d'abord que

∀k ∈ N∗, ∀y ∈ E, Px(T ky <∞) = 1.

En e�et, la propriété de Markov forte nous dit que

∀k ∈ N∗, ∀y ∈ E, Px(T ky <∞) = Px(T 1
y <∞)Py(T 1

y <∞)k−1.

Et les deux probabiltiés intervenant dans le membre de droite sont égales à 1 car l'unique
classe est récurrente.

On peut donc introduire les temps inter-passage : pour k ∈ N∗ et y ∈ E, τky = T k+1
y −T ky .

Là encore la propriété de Markov forte permet de montrer que les v.a. (τky )k∈N∗ sont i.i.d.
et que

∀k ∈ N∗, ∀n ∈ N∗, ∀y ∈ E, Px(τky = n) = Py(T 1
y = n).

Ainsi, par hypothèse les v.a. τky sont dans L1(Px) et la Loi Forte des Grands Nombres montre
que Px-p.s.

lim
k→∞

T ky
k

= lim
k→∞

T 1
y

k
+ lim
k→∞

1

k

k−1∑
i=1

τ iy = 0 + Ex
[
τ1
y

]
= Ey[T 1

y ]

On note maintenant Nn
y le nombre de passages en y avant l'instant n (sans compter l'état

initial) : Nn
y :=

∑n
k=1 1Xk=y. Pour tout n ∈ N∗, TN

n
y

y ≤ n ≤ TN
n
y +1

y . Et donc, limn→∞
Nny
n =

1
Ey [T 1

y ] = πy, Px-p.s.. Pour conclure, il su�t de remarquer que

1

n

n∑
k=1

f(Xk) =
∑
x∈E

Nn
x

n
f(x).

et de passer à la limite sur un sous ensemble �ni Eε ⊂ E tel que π(Eε) > 1 − ε pour ε > 0
�xé. �

Exemple : Soit x0 ∈ E. Considérons la fonction f : E → R dé�nie par ∀x ∈ E, f(x) =

1x=x0 . Cette fonction étant bornée, elle est dans L1(π) quelle que soit la loi π. Le théorème

ergodique montre donc que, quelle que soit la loi initiale µ0, la proportion du temps passé

par la chaîne au point x0 jusqu'à l'instant n : pnx0 = 1
n+1

∑n
k=0 1Xk=x0 converge Pµ0-p.s.

vers
∑

x∈E 1x=x0πx = πx0 .
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6 Martingale

6.1 Introduction

En mathématiques, une martingale est un processus dont la valeur moyenne
connaissant tout le passé n'évolue pas. Ces processus stochastiques convergent sous
des hypothèses assez faibles. Remarquons que le terme �martingale� est également
utilisé par les joueurs pour désigner une technique censée permettre d'assurer des
gains dans un jeu de hasard tout en respectant les règles. Cette seconde signi�cation
est alors presque opposée au sens mathématique !

Commençons par la dé�nition mathématique : les deux premiers points sont
purement techniques et l'essence du concept se situe dans le point 3).

Dé�nition 6.1.1. Un processus (Mn)n∈N est une martingale, relativement à la �l-
tration (Fn)n∈N si

1) (Mn)n∈N est adapté à la �ltration (Fn)n∈N

2) ∀n ∈ N, Mn ∈ L1

3) ∀n ∈ N, E [Mn+1|Fn ] = Mn.

Le concept s'étend en remplaçant l'égalité du dernier point par une inégalité.

Dé�nition 6.1.2. Une surmartingale (resp.sous-martingale),relativement à la �l-
tration (Fn)n∈N, est un processus (Mn)n∈N véri�ant les points 1) et 2) ci-dessus et
pour lequel le point 3) est remplacé par :

E [Mn+1|Fn ] ≤Mn (resp. E [Mn+1|Fn ] ≥Mn).

Une martingale est donc un processus stochastique qui est à la fois une surmartin-
gale et une sous-martingale. Bien souvent, on considère des martingales relativement
à leur �ltration naturelle ; le point 1) est alors évidemment véri�é. On parlera alors
simplement de martingale sans préciser la �ltration.

Exemples :

• soit X ∈ L1 et (Fn)n∈N une �ltration. Alors le processus (Mn)n∈N dé�ni par
Mn = E [X|Fn ] est une martingale.

• La marche aléatoire simple symétrique sur Z est une martingale par rapport à
sa �ltration naturelle. (exercice : Que peut-on dire si la marche aléatoire n'est
pas symétrique ?)

• Si (Un)n∈N est une suite de v.a.i.i.d. bornées de moyenne 1 alors le processus
produit (Mn)n∈N dé�ni par Mn =

∏n
i=0 Ui est une martingale relativement à

la �ltration
(
FUn
)
n∈N.

• Si le processus (Mn)n∈N est une martingale, alors le processus (|Mn|)n∈N est
une sous-martingale.
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• Le gain d'un joueur dans un jeu de casino est naturellement modélisé par une
surmartingale.

Il est facile de montrer que

Proposition 6.1.3. L'ensemble des martingales pour une �ltration donnée est un
espace vectoriel.

Remarque : Les martingales ne sont pas nécessairement des chaînes de Markov.
Prenons (Xn)n∈N une suite de v.a.i.i.d. de loi uniforme sur {−1, 0, 1} :

P(X0 = 1) = P(X0 = −1) = P(X0 = 0) = 1/3.

On considére alors le processus (Mn)n∈N dé�ni par la relation suivante :

M0 = X0 et ∀n ∈ N, Mn+1 = Mn +Xn+1X0 .

On peut véri�er par récurrence que le processus (Mn)n∈N est une martingale, relati-
vement à la �ltration

(
FXn
)
n∈N et que ∀n ∈ N,Mn = X0(1 +

∑n
i=1 Xi). Mais

P(M2 = 1|M1 = 0) = P(X0(1 +X1 +X2) = 1|X0(1 +X1) = 0)

= P(X0 = X2 = 1 ou X0 = X2 = −1) /P(X0 = 0 ou X1 = −1) > 0

alors que P(M2 = 1|M1 = 0,M0 = 0) = 0.

Les martingales n'évoluant pas en moyenne, leur espérance reste constante.

Proposition 6.1.4. Soit une martingale (Mn)n∈N relativement à une �ltration (Fn)n∈N.
Alors

1) pour tout n ≥ m, E [Mn|Fm ] = Mm,

2) pour tout n ∈ N, E [Mn ] = E [M0 ].

De même pour les sur et sous-martingales en remplaçant l'égalité par l'inégalité
correspondante : les surmartingales décroissent en moyenne et les sous-martingales
croissent.

Démonstration. Le premier résultat se montre par récurrence en revenant à la dé�nition et
le second en prenant l'espérance dans le premier résultat avec m = 0. �

Lorsque les variables considérées sont dans L2, on peut interpréter le point 1) de
la propriété précédente de la manière suivante : à l'instant m, la meilleure approxi-
mation d'une valeur future Mn sachant le passé est Mm.
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Inégalités pour les martingales

On peut contrôler les valeurs prises par une martingale entre les instants 0 et N
par la valeur �nale MN .

Proposition 6.1.5 (Inégalité maximale de Doob). Soit (Mn)n∈N une sous-martingale
positive. Alors

∀a > 0, ∀N ≥ 0, P
(

max
0≤n≤N

Mn ≥ a

)
≤ E [MN ]

a
.

Démonstration. On considère les événements disjoints suivants :

∀n ∈ N, En = {Mn ≥ a} ∩
⋂

0≤k<n

{Mk < a} .

Alors, {max0≤n≤N Mn ≥ a} =
⋃

0≤n≤N En et donc en appliquant la même idée que dans la
démonstration de l'inégalité de Markov :

P
(

max
0≤n≤N

Mn ≥ a
)

=

N∑
n=0

P(En ) ≤
N∑
n=0

E
[
Mn

a
1En

]
Comme (Mn)n∈N est une sous-martingale et que En ∈ Fn, on a

P
(

max
0≤n≤N

Mn ≥ a
)
≤

N∑
n=0

1

a
E
[
E
[
MN

∣∣Fn ]1En ]
=

∑
0≤n≤N

1

a
E
[
E
[
MN1En

∣∣Fn ]]
=

∑
0≤n≤N

1

a
E[MN1En ] =

E[MN ]

a

�

Proposition 6.1.6 (Inégalité maximale Lp, p > 1). Soit (Mn)n∈N une sous-martingale
et p>1. Alors

∀N ≥ 0, E
[

max
0≤n≤N

|Mn|p
]
≤
(

p

p− 1

)p
E [ |MN |p ]

soit
∀N ≥ 0, ‖ max

0≤n≤N
|Mn|‖p ≤

p

p− 1
‖MN‖p

Démonstration. Admis �

Remarque : L'inégalité reste valable si ‖MN‖p =∞, mais n'a alors évidemment que
peu d'intérêt.
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6.2 Convergence des martingales

Théorèmes de convergence

On étudie, dans cette section, le problème de la convergence de ces processus.
En e�et, si les martingales ne convergent pas en général, on obtient tout de même
la convergence P-p.s. sous des conditions assez faibles comme l'indique le théorème
suivant.

Théorème 6.2.1. Soit (Mn)n∈N une (sur/sous/-)martingale uniformément bornée
dans L1 i.e.

sup
n∈N

E [ |Mn| ] <∞ ⇔ sup
n∈N
‖Mn‖1 <∞ . (4)

Alors il existe une v.a. M∞ ∈ L1 telle que Mn
p.s.−→
n→∞

M∞.

Démonstration. Admis �

Remarques :

• Contrairement à ce qu'on pourrait penser intuitivement, la convergence n'a
lieu que P-p.s. et non dans L1 : en particulier E [Mn ] et E [M∞ ] existent, mais
on n'a pas nécessairement limn→∞ E [Mn ] = E [M∞ ].

Exemple : Le processus (Mn)n∈N dé�ni par Mn = etSn

ch(t)n où Sn est la marche

simple symétrique sur Z est une martingale positive. Donc Mn converge P-p.s. vers
une v.a. M∞. Par ailleurs, on peut calculer que pour tout n ∈ N, E[Mn ] = 1 et

limn→∞Mn = 0. Il n'y a donc pas convergenc dans L1.

• Il faut bien faire la di�érence entre l'événement

�tous les Mn sont intégrables i.e. pour tout n ∈ N, E [ |Mn| ] <∞�

et l'événement

�(Mn)n∈N est uniformément borné dans L1 i.e. supn∈N E [ |Mn| ] <∞.�

Ainsi une suite de v.a. indépendantes (Xn)n∈N telle que pour tout n ∈ N,
P(Xn = n) = P(Xn = −n) = 1/2 est un processus stochastique tel que tous
les Xn sont dans L1 car pour tout n ∈ N, E [ |Xn| ] = n. Mais le processus
(Xn)n∈N n'est pas uniformément borné dans L1 car supn∈N E [ |Xn| ] =∞.

• Si le processus (Mn)n∈N est une martingale P-p.s. positive, alors la condition
(4) est toujours véri�ée. En e�et, on a alors

sup
n∈N

E [ |Mn| ] = sup
n∈N

E [Mn ] = E [M0 ] <∞ .

Le théorème précédent ne permet pas d'obtenir la convergence des moments de
la martingale. Toutefois, nous disposons également du théorème suivant.
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Théorème 6.2.2. Soit p > 1 et (Mn)n∈N une martingale bornée dans Lp i.e.

sup
n∈N

E [ |Mn|p ] <∞ ⇔ sup
n∈N
‖Mn‖p <∞ .

Alors il existe une v.a. M∞ ∈ Lp telle que (Mn)n∈N converge P-p.s. et dans Lp vers
M∞.

Démonstration. Admis �

Remarques :

• L'hypothèse e�ectuée dans ce dernier résultat est plus forte que dans le précé-
dent car

∀n ∈ N, ‖Mn‖1 ≤ ‖Mn‖p .

• Attention, le résultat est FAUX pour p = 1 comme vu précédemment.

• Les deux théorèmes ci-dessus donnent l'existence de M∞ mais ne disent rien
sur la loi de cette variable. Il s'agit souvent d'un problème beaucoup plus
compliqué que l'existence. Néanmoins, lorsqu'on a la convergence dans Lp, on
a également convergence des moments d'ordre inférieur à p :

∀r ≤ p, lim
n→∞

E [M r
n ] = E [M r

∞ ] .

Cela donne des informations sur la loi de M∞, en particulier si E [M2
∞ ] = 0,

M∞ = 0.

6.3 Martingale uniformément intégrable

Au vu des théorèmes précédents, une question naturelle est d'identi�er la condi-
tion minimale pour avoir la convergence L1. Nous allons voir dans cette section qu'il
s'agit de l'uniforme intégrabilité.

Processus uniformément intégrable

Dé�nition 6.3.1. Un processus (Xn)n∈N intégrable est dit uniformément intégrable
(U.I.) si

lim
K→∞

sup
n∈N

E
[
|Xn|1|Xn|≥K

]
= 0 .

Remarquons que pour une v.a. X on a l'équivalence :

X ∈ L1 ⇔ lim
K→∞

E
[
|X|1|X|≥K

]
= 0.

Cette dernière condition peut donc être vue comme une dé�nition (peu naturelle !)
de l'intégrabilité. Cela explique la dénomination �uniforme intégrabilité� dans la
dé�nition précédente.

Proposition 6.3.2 (Conditions su�santes d'uniforme intégrabilité ).
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1. Si un processus (Xn)n∈N est uniformément borné dans Lp pour p > 1, alors il
est U.I.

2. Si il existe une v.a. Y ∈ L1, telle que pour tout entier n ∈ N, |Xn| ≤ Y P-p.s.
alors le processus (Xn)n∈N est U.I.

Démonstration.

1. En posant q tel que 1/p+1/q = 1 et en appliquant successivement l'inégalité de Hölder,
puis l'inégalité de Markov généralisée, on voit que, pour tout n ∈ N et K > 0,

E
[
|Xn|1|Xn|≥K

]
≤ ‖Xn‖p

∥∥1|Xn|≥K∥∥q
= ‖Xn‖p (P( |Xn| ≥ K ))

1/q

≤ ‖Xn‖p

(
E[ |Xn|p ]

Kp

)1/q

Ainsi, pour tout K > 0,

sup
n∈N

E
[
|Xn|1|Xn|≥K

]
≤

supn∈N ‖Xn‖p (supn∈N E[ |Xn|p ])
1/q

Kp/q
<∞.

Et ce majorant tend bien vers 0 lorsque K →∞.

2. Il su�t de majorer les Xn par Y dans la dé�nition.

�

Proposition 6.3.3. L'ensemble des processus U.I est strictement inclus dans l'en-
semble des processus uniformément bornés dans L1.

Démonstration. U.I ⇒ unif borné dans L1 : utiliser la dé�nition de la convergence avec
ε = 1

Contre-exemple pour la stricte inclusion : on considère une suite de variables indépen-
dantes (Xn)n∈N∗ telle que pour tout n ∈ N∗, P(Xn = n) = 1/n et P(Xn = 0) = 1 − 1/n.
�

Théorème 6.3.4. Soit un processus (Xn)n∈N et une v.a. X∞. Il y a équivalence
entre :

1. (Xn)n∈N converge vers X∞ dans L1.

2. (Xn)n∈N converge vers X∞ en probabilité ET (Xn)n∈N est U.I.

Démonstration.

⇒) On sait déjà que la convergence L1 implique la convergence en probabilité. Il su�t

donc de montrer que si (Xn)n∈N
L1

−→
n→∞

X, alors (Xn)n∈N est U.I. Or, pour tout K > 0

et tout n ∈ N,

E
[
|Xn|1|Xn|≥K

]
≤ E

[
|Xn −X|1|Xn|≥K

]
+ E

[
|X|1|Xn|≥K

]
≤ ‖Xn −X‖1 + E

[
|X|1|Xn|≥K, |X|<K/2

]
+ E

[
|X|1|Xn|≥K, |X|≥K/2

]
≤ ‖Xn −X‖1 +

K

2
P( |Xn −X| ≥ K/2) + E

[
|X|1|X|≥K/2

]
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Et, d'après l'inégalité de Markov,

P( |Xn −X| ≥ K/2) ≤ E[ |Xn −X| ]
K/2

.

Ainsi, pour tout K > 0 et tout n ∈ N,

E
[
|Xn|1|Xn|≥K

]
≤ 2‖Xn −X‖1 + E

[
|X|1|X|≥K/2

]
Fixons maintenant un ε > 0. Comme limn→∞ ‖Xn −X‖1 = 0, il existe N ∈ N, pour
tout K > 0,

sup
n∈N

E
[
|Xn|1|Xn|≥K

]
≤ max

n≤N
E
[
|Xn|1|Xn|≥K

]
+ ε+ E

[
|X|1|X|≥K/2

]
.

Comme les v.a. X0, . . . XN et X sont dans L1, en faisant tendre K vers l'in�ni, on
obtient :

lim sup
K→∞

sup
n∈N

E
[
|Xn|1|Xn|≥K

]
≤ ε

Le résultat étant vrai pour tout ε > 0, la limite existe et est nulle i.e. la suite (Xn)n∈N
est U.I.

⇐) Montrons tout d'abord que X ∈ L1. La suite (Xn)n∈N étant U.I, elle est uniformément
bornée dans L1 : il existe M > 0 tel que supn E[ |Xn| ] ≤M . De plus, comme (Xn)n∈N
converge en probabilité vers X, il existe une sous suite

(
Xφ(n)

)
n∈N qui converge p.s.

vers X. Ainsi d'après le lemme de Fatou,

E[ |X| ] = E
[

lim inf
n
|Xφ(n)|

]
≤ lim inf

n
E[ |Xn| ] ≤M

et X ∈ L1. Montrons maintenant la convergence. Fixons ε > 0. La suite (Xn)n∈N étant
U.I., il existe K0 > 0, tel que

E
[
|X|1|X|≥K

]
≤ ε et ∀n ∈ N, E

[
|Xn|1|Xn|≥K

]
≤ ε.

Alors,pour tout n ∈ N,

E[ |Xn −X| ] ≤ε+ E
[
|Xn −X|1|Xn−X|≥ε

]
≤ε+ E

[
|Xn|1|Xn−X|≥ε

]
+ E

[
|X|1|Xn−X|≥ε

]
≤ε+ E

[
|Xn|1|Xn|≥K0

]
+ E

[
|Xn|1|Xn|<K0,|Xn−X|≥ε

]
+ E

[
|X|1|X|≥K0

]
+ E

[
|X|1|X|<K0,|Xn−X|≥ε

]
≤3ε+ 2K0P( |Xn −X| ≥ ε )

En passant à la limite en n, on obtient donc

∀ε > 0, lim sup
n→∞

E[ |Xn −X| ] ≤ 3ε soit lim sup
n→∞

E[ |Xn −X| ] = 0,

ce qui implique directement la convergence L1.

�

Martingales U.I.

Les martingales U.I. sont en fait le bon cadre pour avoir la convergence L1.
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Théorème 6.3.5 (Théorème de convergence pour les martingales U.I.).
Soit (Mn)n∈N une (sur/sous/-)martingale U.I. par rapport à une �ltration (Fn)n∈N.

Alors il existe une v.a. M∞ ∈ L1 telle que (Mn)n∈N converge P-p.s. ET dans L1 vers
M∞. De plus, si (Mn)n∈N est une martingale,

∀n ∈ N, Mn = E [M∞|Fn ] .

Dans les autres cas, il faut remplacer l'égalité par l'inégalité correspondante.

Démonstration. Un processus U.I étant uniformément borné dans L1, d'après le théorème

de convergence de Doob, il existe M∞ ∈ L1 tel que Mn
p.s.−→
n→∞

M∞. Ainsi, Mn
P−→

n→∞
M∞ et

(Mn)n∈N est U.I. D'après le théorème 6.3.4, on a donc bien Mn
L1

−→
n→∞

M∞. Montrons alors

l'égalité dans le cas où (Mn)n∈N est une martingale. Fixons n ∈ N, la v.a. E[M∞|Fn ] est L1

et Fn mesurable. De plus, par dé�nition de l'espérance conditionnelle, pour tout An ∈ Fn,
pour tout m ∈ N,

E[1AnMn ] = E
[
1AnE

[
Mn+m

∣∣ Fn ]] = E[E[1AnMn+m|Fn ] ] = E[1AnMn+m ] .

Ainsi, pour tout m ∈ N,

|E[1AnMn ]− E[1AnM∞ ]| = |E[1AnMn+m ]− E[1AnM∞ ]| ≤ E[ |Mn+m −M∞| ]

En passant à la limite en m, comme la convergence a lieu dans L1, on obtient

|E[1AnMn ]− E[1AnM∞ ]| = 0

ce qui conclut la démonstration. �

Nous allons voir que les martingales U.I. se comportent également bien vis-à-vis
des temps d'arrêt. Commençons par la propriété suivante.

Proposition 6.3.6. Soit (Mn)n∈N une (sur/sous/-)martingale qcq et T un temps
d'arrêt par rapport à une �ltration (Fn)n∈N. Alors le processus arrêté MT dé�ni
par :

∀n ∈ N, MT
n = Mn∧T

est une (sur/sous/-)martingale.

Démonstration. Remarquons que pour tout n ∈ N,

MT
n = Mn1T≥n +

n−1∑
k=0

Mk1T=k.

Ainsi MT
n est Fn-mesurable

|MT
n | ≤

n∑
k=0

|Mk| ∈ L1.

De plus,

E
[
MT
n+1|Fn

]
= 1T≥n+1E[Mn+1|Fn ] +

n∑
k=0

Mk1T=k

car {T ≥ n+ 1} = {T ≤ n}C ∈ Fn, T étant un temps d'arrêt. Donc,

E
[
MT
n+1|Fn

]
= 1T≥n+1Mn + 1T=nMn +

n−1∑
k=0

Mk1T=k = MT
n .

�
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Remarque : Toute martingale (Mn)n∈N stoppée à un temps déterministe, N ∈ N,(
MN

n

)
n∈N est une martingale uniformément intégrable.

Dé�nition 6.3.7. Soit (Mn)n∈N une martingale U.I par rapport à une �ltration
(Fn)n∈N dont on note M∞ la limite et T un t.a. par rapport à la �ltration (Fn)n∈N.
On dé�nit la v.a. MT par :

MT (ω) := MT1T<∞ +M∞1T=∞ .

Théorème 6.3.8 (Théorème d'arrêt de Doob, version forte). Soit (Mn)n∈N une
martingale U.I par rapport à une �ltration (Fn)n∈N convergeant vers une v.a. M∞.
Soit S et T deux t.a. par rapport à cette �ltration tels que P(S ≤ T ) = 1. Alors

E [MT |FS ] = MS .

Démonstration. On montre, d'abord que pour tout temps d'arrêt T , on a :

E[M∞|FT ] = MT , p.s..

Pour cela, MT étant intégrable et FT mesurable, il su�t de véri�er que pour tout A ∈ FT ,
on a bien E[1AM∞ ] = E[1AMT ]. Or,

E[1AMT ] = E
[
1A∩{T=∞}M∞

]
+
∑
n≥0

E
[
1A∩{T=n}Mn

]
= E

[
1A∩{T=∞}M∞

]
+
∑
n≥0

E
[
1A∩{T=n}E[M∞|Fn ]

]
= E

[
1A∩{T=∞}M∞

]
+
∑
n≥0

E
[
E
[
1A∩{T=n}M∞|Fn

]]
.

La dernière égalité vient du fait que par dé�nition de FT , A ∩ {T = n} est dans Fn. Ainsi,

E[1AMT ] = E
[
1A∩{T=∞}M∞

]
+
∑
n≥0

E
[
1A∩{T=n}M∞

]
= E[1AM∞ ] .

Cela montre que E[M∞|FT ] = MT , p.s.
Pour conclure, si S ≤ T , alors FS ⊂ FT et donc

E[MT |FS ] = E[E[M∞|FT ] |FS ] = E[M∞|FS ] = MS .

�

Corollaire 6.3.9 (Théorème d'arrêt de Doob version faible). Soit (Mn)n∈N une
martingale U.I par rapport à une �ltration (Fn)n∈N. Soit T un t.a. par rapport à
cette �ltration. Alors MT est intégrable et

E [MT ] = E [M0 ] .

Démonstration. Il su�t d'appliquer le théorème d'arrêt version forte avec S = 0 : pour tout
t.a. T , on a donc

E[MT |F0 ] = M0.

Le résultat du corollaire est obtenu en prenant l'espérance de l'égalité précédente. �
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La condition d'U.I. est importante : pour (Sn)n∈N une marche aléatoire simple
symétrique issue de 0 (non U.I.) et T = inf {n ∈ N, Sn = 1} le temps d'atteinte de
1, on a vu que P(T <∞) = 1 et donc E [ST ] = 1, mais E [S0 ] = 0.

Il est néanmoins possible d'obtenir un résultat, a�aibli, si la martingale n'est pas
uniformément intégrable.

Corollaire 6.3.10. Soit (Mn)n∈N une martingale quelconque et T un temps d'arrêt
tout deux par rapport à une même �ltration (Fn)n∈N. Alors, pour tout entier n ∈ N,
MT∧n est intégrable et

E [MT∧n ] = E [M0 ] .

Démonstration. Fixons n ∈ N et considérons le processus arrêté (Mn∧i)i∈N. Il s'agit d'une
martingale d'après la proposition 6.3.6 et elle est uniformément intégrable : en e�et, pour
tout K ≥ 0,

sup
i∈N

E
[
|Mn∧i|1|Mn∧i|≥K

]
= max

i≤n
E
[
|Mi|1|Mi|≥K

]
.

Comme toutes les v.a. Mi, i ≤ n sont dans L1 et qu'elles sont en nombre �ni, cette quantité
tend vers 0 lorsque K tend vers l'in�ni et le processus est bien U.I. On peut alors appliquer
le théorème d'arrêt à (Mn∧i)i∈N et obtenir :

E[Mn∧T ] = E[Mn∧0 ] = E[M0 ] .

�

L'idée est ensuite d'étudier le comportement de E [MT∧n ] lorsque n tend vers
l'in�ni. Les théorème d'arrêt sont encore vrais en remplaçant la martingale par une
sur ou sous-martingale et en remplaçant l'égalité par l'inégalité correspondante.

Exemple : Etude de la marche simple symétrique (Sn)n∈N sur Z et du temps de sortie d'un
intervalle :

Ta,b = min {n ∈ N, Sn ∈ {a, b}} .

En utilisant que (Sn)n∈N est une martingale et le théorème d'arrêt, on peut montrer que

la probabilité que la marche touche a avant b partant de x ∈ {a, b} est b−x
b−a .

Exemple : Existe-il un moyen de gagner de l'argent dans un jeu d'espérance de gain
négative sans tricher ?

On considère un jeu où le gain est proportionnel à la mise et de moyenne négative
et un joueur qui réalise plusieurs parties de ce jeu en misant une somme Xn aléatoire
mais dépendant uniquement des parties précédentes. On suppose que le joueur dispose
initialement d'une fortune de N euros. Le gain après n parties jouées est ainsi modélisé
par la variable

Mn =

n∑
k=1

XkGk

où les Gk sont des vaiid bornées par une valeur Gmax et de moyenne m < 0 et les Xk des
v.a. mesurables par rapport à FGk−1 et telles que 0 ≤ Xk+1 ≤ N+Mk (on ne peut pas miser
plus que l'argent à disposition). On véri�e que le processus (Mn)n∈N est une surmartingale.

Notons maintenant T le premier instant où le joueur a gagné de l'argent ou au contraire
est totalement ruiné :

T = inf {n ≥ 0,Mn > 0 ou Mn ≤ −N } .
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Alors, pour tout n < T , −N ≤ Mn ≤ 0 et |MT | ≤ |MT−1| + XT |GT | ≤ N + NGmax. La

surmartingale (MT∧n)n∈N est ainsi bornée et donc U.I. D'après le théorème d'arrêt, on a

alors E[MT ] = E[MT∧T ] ≤ E[M0 ] = 0. Quelle que soit la stratégie (Xn)n∈N employée, le

gain moyen est toujours négatif. . .
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